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Resumo 

 

Este trabalho apresenta uma nova metodologia para a ponderação da importância das partículas 

em um filtro de partículas usado para localização e mapeamento de um ambiente por um robô 

móvel, conhecido na literatura clássica como Simultaneous Localization and Mapping 

(Localização e Mapeamento Simultâneos). Neste trabalho, uma integração de inteligência 

artificial e métodos probabilísticos foi usada no processo de estimação da pose do robô. Para 

tanto, este foi dotado de um sensor de baixo custo e que apresenta ruído. O uso deste tipo de 

sensor torna-se prático porque possui custo menor e não necessita de muito processamento 

computacional, quando comparado, por exemplo, aos sensores que necessitam de tratamento 

de imagem. Para realizar sua operação, o robô deve ser capaz de manter uma estimativa da sua 

localização com base nos dados fornecidos por meio de fontes sensoriais, ou seja, adquirir e 

utilizar conhecimento sobre o mundo ao seu redor e assim possuir a habilidade de reconhecer 

obstáculos. No processo de aquisição de dados provenientes de fontes sensoriais com ruído, 

faz-se necessário o uso de técnicas de tratamentos destas informações. Nesse contexto, métodos 

probabilísticos tornam-se úteis nas aplicações de filtragem de dados. Neste trabalho, foi usada 

uma rede neural artificial integrada ao filtro de partículas para minimizar o erro na estimação 

da pose do robô. A metodologia é baseada em um procedimento simples de centros, raios e 

processo de correspondência durante a exploração do ambiente pelo robô. Nesta abordagem, 

uma rede neural artificial do tipo perceptron de multicamadas determina o raio de um círculo, 

cujo centro é a medida bruta do sensor, para o filtro de partículas ponderar as partículas e, assim, 

estimar a pose em cada estado do robô no ambiente. Finalmente, são apresentadas discussões 

sobre tal abordagem, bem como, a complexidade computacional, associação dos dados e os 

resultados gerados. 

 

Palavras-chaves: Robótica móvel, SLAM, Filtro de Partículas, Inteligência Artificial. 

 

 

 

 

 

 



 

Abstract 

 

This work presents a new methodology for weighing the importance of particles in a particle 

filter used for locating and mapping an environment by a mobile robot, known in the classic 

literature as Simultaneous Localization and Mapping. In this work, an integration of artificial 

intelligence and probabilistic methods was used in the robot pose estimation process. For this, 

it was endowed with a sensor of low cost and that presents noise. The use of this type of sensor 

becomes practical because it has a lower cost and does not require a lot of computational 

processing when compared, for example, to sensors that need image processing. In order to 

perform its operation, the robot must be able to maintain an estimate of its location based on 

the data provided through sensory sources, that is, acquire and use knowledge about the world 

around it and thus have the ability to recognize obstacles. In the process of acquiring data from 

noise sensing sources, it is necessary to use techniques for processing this information. In this 

context, probabilistic methods become useful in data filtering applications. In this work, an 

artificial neural network integrated to the particle filter was used to minimize the error in the 

robot pose estimation. The methodology is based on a simple procedure of centers, rays and 

matching process during the exploration of the environment by the robot. In this approach, an 

artificial neural network of the multilayer perceptron type determines the radius of a circle, 

whose center is the raw sensor measurement, for the particulate filter to weigh the particles and 

thus estimate the pose in each state of the robot in the environment. Finally, discussions about 

such an approach are presented, as well as the computational complexity, association of the 

data and the results generated. 

 

Key-words: Mobile Robotics, SLAM, Particle Filter, Artificial Intelligence. 
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1 Introdução 

 

A área da robótica sempre chamou atenção da sociedade, em especial por sua 

comodidade e conforto gerados para todos. Tendo assumido um papel de fundamental 

importância em aplicações industriais, no setor aeroespacial, em domótica, no transporte de 

materiais em hospitais, em veículos agrícolas autônomos, em veículos urbanos autônomos, em 

guia em museus e outras aplicações (BURGARD, 1998; NEWMAN, 1999 e BAILEY, 2002).  

Nas últimas décadas ocorreram avanços significativos nas tecnologias, em especial nos 

recursos de hardware e software. Em hardware, têm-se computadores e sistemas embarcados 

miniaturizados de custo reduzido, de maior robustez, de menor consumo de energia e com 

grande capacidade de processamento. Aliado a isso, têm-se os atuadores seguindo a mesma 

tendência, possibilitando a criação de robôs com maior grau de precisão, eficiência e elevado 

número de aplicações. Com tudo isso, os softwares ganharam mais espaço, podendo ser 

desenvolvidos novos algoritmos mais robustos nas áreas de controle, tomada de decisão, 

processamento de imagem, reconhecimento de voz, entre outros (ROMERO, 2014).  

Diante de tais avanços, o robô deixou de ser um sistema limitado e passou a ser 

protagonista nos diversos setores da atividade humana. Com a inserção de técnicas mais 

sofisticadas de controle e inteligência artificial, as aplicações passaram a ter maior 

complexidade e interatividade com o homem. Atualmente, existem robôs de alta precisão 

usados em ambiente cirúrgico, limpeza de ambiente, entretenimento, setor aeroespacial e 

outros. Em seu livro, Robótica Móvel, Romero (2014) afirma que: 

Esse aumento de aplicações de robôs tem levado vários países a 

realizarem investimentos elevados em pesquisa e desenvolvimento. Por 

exemplo, a Coreia do Sul planejou investir aproximadamente 1 bilhão de 

dólares em 10 anos para o desenvolvimento de tecnologias em robótica para 

área de educação, na formação de professores robôs de crianças na pré-escola 

e jardim de infância. A União Europeia planejou investir 536 milhões de 

euros entre 2007-2012 para pesquisa relacionada às áreas de robótica e 

cognição. 

Rodney Brooks, pesquisador do MIT e fundador da iRobot, afirmou em 2006:  

Estou convencido de que os robôs estão hoje onde os computadores 

estavam na década de 1980. Foi nessa época que eles começaram a aparecer 

em nosso meio, do mesmo modo que os robôs estão hoje. É claro, foram 
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necessários ainda outros 15 anos antes de os computadores difundirem-se em 

nossa vida. Eu penso que em 15 anos, os robôs estarão em todos os lugares, 

assim como estão atualmente a internet e o e-mail. 

Sebastian Thrun, um dos grandes especialistas em robótica, prevê que até 2030 será 

comum carros sendo conduzidos em vias públicas por robôs. Bill Gates (1999) em um artigo 

fez a seguinte afirmação: 

Os computadores desktops PCs irão deixar o seu lugar em cima das 

mesas para passarem a ver, ouvir, tocar e manipular objetos em lugares em 

que nós estaremos fisicamente presentes.  

Os avanços descritos acima permitiram que pesquisas de novas técnicas na área de 

inteligência artificial e controle pudessem ser desenvolvidas. Novos desafios surgiram à 

medida que as aplicações foram avançando. Quando se trata da robótica móvel, foco deste 

trabalho, um dos grandes desafios é a localização e mapeamento de robô, como tarefas 

concorrentes, em determinado ambiente onde este pretende atuar.  

Trabalhos mais recentes em robótica móvel baseiam-se em técnicas probabilísticas 

para estimar a pose do robô e a aquisição do mapa do ambiente por onde navega. Essas 

técnicas são necessárias porque os dados oriundos dos sensores e do ambiente em que ele 

opera possuem incertezas. Tais incertezas, se não tratadas, afetam o processo de 

reconhecimento do ambiente e, consequentemente, a atuação na exploração do robô. 

O processo simultâneo de localização e mapeamento do ambiente pelo robô é chamado 

de SLAM (Simultaneous Localization and Mapping). Este processo é uma tarefa 

consideravelmente mais complexa do que as técnicas existentes apenas para mapeamento ou 

localização. No SLAM, o módulo de localização fornece uma estimativa da pose do robô 

referenciada a um sistema global ou mesmo local de coordenadas do ambiente. Havendo 

necessidade, o mapa pode ser atualizado com informações de localização obtidas pelo robô. 

Assim, pode-se atualizar o mapa com as informações descritas no sistema de coordenadas, em 

seguida, o mapa é usado pelo sistema de localização, levando em conta as informações mais 

atuais do ambiente. Neste processo, existe uma forte correspondência entre localização e 

mapeamento, onde erro em uma das etapas reflete na outra (THRUN, 2004 e BIGHETI, 2011).  

Aplicações de localização e mapeamento simultâneos tem crescido nos últimos anos, 

além da complexidade dos sistemas envolvidos. As técnicas probabilísticas podem ser 

aperfeiçoadas a fim de que resultados com erros menores possam ser obtidos. Esforços por parte 
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da sociedade científica para melhorar e desenvolver técnicas aplicadas na inteligência artificial 

vem sendo realizados nos principais centros de pesquisas do mundo. Há um consenso entre os 

pesquisadores que, embora já existam importantes trabalhos em robótica, há muito a avançar, 

principalmente nas técnicas aplicadas no SLAM. Dessa forma, faz-se necessário que os 

sistemas tenham elevado grau de precisão na obtenção dos dados do ambiente para fins de 

localização e geração do mapa. Assim, o robô pode navegar pelo ambiente com segurança e 

realizar corretamente as atividades que lhe for dada.  

Uma das técnicas usadas em SLAM é o filtro de partículas. É uma técnica probabilística, 

baseada no método de Monte Carlos, que visa a estimar a pose do robô. Quando o mapa e alguns 

parâmetros do filtro aumentam (número de partículas), a complexidade computacional também 

aumenta, gerando lentidão na geração do mapa (THRUN, 2002). Este trabalho propõe o uso de 

redes neurais artificiais para auxiliar o filtro de partículas na estimação da pose do robô, tendo 

como principal contribuição, fornecer uma metodologia que melhore o processo de ponderação 

das partículas baseada em sensores de baixo custo.  

 

1.1 Motivação e justificativa  

 

A localização e o mapeamento simultâneos do ambiente são um problema que consiste 

na capacidade do robô de construir um mapa a partir de um ambiente desconhecido e, 

simultaneamente, localizar-se no interior desse espaço, podendo operar de forma autônoma ou 

não. Ao realizar a tarefa do SLAM, o robô observa no ambiente que navega alguns pontos de 

interesse para serem utilizados como marcos durante o processo. A estimação da pose consiste 

na correlação (diferença) entre os novos marcos, observados no movimento atual do robô, com 

aqueles encontrados anteriormente.  

Diversos sensores são usados no sistema de percepção do robô, sendo os mais comuns 

o laser range finder, câmera de vídeo, sonar e encoders. Os sensores laser e de câmera de 

vídeos baseiam-se, respectivamente, na leitura da distância de obstáculos e processamento de 

imagem. Os sensores sonar e encoders fazem, respectivamente, a leitura da distância do 

obstáculo à frente do robô e medem o deslocamento do robô baseado no movimento das rodas 

(processo de odometria). Os dois primeiros tipos de sensores demandam grande poder de 

processamento computacional no processo de extração das informações. Já os dois últimos, 

são baratos e fazem uso de pouco processamento (LEONARD et al., 1992). 

Sensores de baixo custo são também de baixa confiabilidade quando comparados a 

métodos mais otimizados (alto poder de processamento), em especial os sensores visuais. 
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Quando são usados, necessitam de correções nos valores medidos pelos mesmos, sendo usados 

filtros para esta tarefa. 

A solução de problemas que envolvem a localização e o mapeamento simultâneos são 

importantes, porque um robô só será de fato inteligente se for capaz de localizar-se e orientar-

se de modo autônomo. Este processo é de fundamental importância para atividades em que o 

acesso pelo homem é extremamente difícil, como fundo do mar, exploração de superfícies de 

outros planetas. Nesses locais de acesso dificultado, os sistemas de posicionamento, como o 

sistema GPS, são ineficazes e inaplicáveis. 

No entanto, existem fortes incentivos ao uso de SLAM em novas aplicações da robótica, 

seja de cunho científico ou comercial: cadeira de rodas inteligente para deficientes, robô de 

baixo custo fazendo limpeza, guia turístico em aeroportos, etc. O processo de localização e 

mapeamento tem sido durante décadas um dos grandes desafios para a comunidade de 

pesquisadores na área de robótica, tendo despertado interesses em várias áreas como sistemas 

com visão computacional e inteligência artificial para desenvolvimento de aplicações reais 

(ROMERO, 2014). 

Diante do exposto até então, a motivação deste trabalho é fornecer uma solução em 

SLAM, baseada na integração de filtro probabilístico com inteligência artificial, com o objetivo 

de melhorar o processo de obtenção das informações do ambiente explorado pelo robô, dotado 

de um sensor de baixo custo e que apresenta ruído.    

 

1.2 Objetivos 

 

Esta seção apresenta os objetivos gerais e específicos deste trabalho. 

 

1.2.1 Objetivo geral 

 

Apresentar uma nova metodologia, baseada na integração de inteligência artificial e 

métodos probabilísticos, para estimação da pose do robô em aplicações que envolvem 

localização e mapeamento simultâneos.  

 

1.2.2 Objetivos específicos 

 

• Aplicar rede neural artificial para obtenção do estado de um robô, baseando-

se em um modelo de filtro probabilístico para estimação da pose; 

• Desenvolver uma nova metodologia de ponderação da importância das 

partículas em um filtro de partículas; 
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• Aperfeiçoar aplicações em SLAM para robôs que usam sensores de baixo 

custo. 

 

1.3 Organização do trabalho 

 

Este trabalho é dividido nos seguintes capítulos:  

•  No Capítulo 2, é apresentada uma explicação geral sobre as tarefas de localização, 

mapeamento e SLAM. Além disso, serão abordados os conceitos do filtro de 

partículas e das redes neurais artificiais; 

• No Capítulo 3, são apresentados os fundamentos do método proposto, onde serão 

explicados os conceitos matemáticos pertinentes à estratégia do cálculo de centros e 

raios na metodologia de ponderação das partículas; 

•  No Capítulo 4, são mostrados e discutidos os resultados obtidos nos experimentos 

com a metodologia proposta; 

• O Capítulo 5 apresenta a conclusão deste trabalho e trabalhos futuros. 
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2 Referencial teórico 

 

Estimação de estado é um problema que envolve diversas áreas: controle automático, 

predição de séries temporais, rastreamento, navegação de robôs, etc. Uma abordagem bastante 

comum de ser usada na modelagem desses problemas é baseada em espaço de estado. Quando 

o processo é linear e gaussiano, há uma solução ótima na forma 

fechada como o filtro de Kalman e o filtro de Kalman estendido, que é uma solução 

monomodal para sistemas que apresentam não-linearidades que veio em acréscimo ao filtro 

de Kalman. No entanto, nos problemas do mundo real, que possuem comportamento não linear 

e não-gaussianos, a informação disponível chega de modo sequencial e com ruído. Para tal 

tipo de processo, não há soluções fechadas, mas os estados ocultos do modelo podem ser 

estimados usando filtro de partículas, também fundamentado na teoria da estimação Bayesiana 

(BIGHETI, 2011). 

O desenvolvimento deste capítulo apresenta as técnicas que serão usadas, bem como 

sua fundamentação matemática para aplicações em SLAM. Neste capítulo, serão abordados 

os fundamentos de localização e mapeamento, SLAM, modelos de filtros e redes neurais 

artificiais. 

 

2.1 Localização 

 

A pose em que o robô se encontra em um ambiente 2D do qual navega é a sua 

localização. Esta possui, como base para a sua estimação, as informações obtidas do mapa, 

distância para outros obstáculos, informações da sua pose anterior, informações passadas pelo 

vetor de controle (movimento a ser realizado) e a leitura obtida dos sensores. Em outras 

palavras, localizar significa estimar a pose (coordenada no eixo x, coordenada no eixo y e seu 

ângulo de orientação), a cada instante, no ambiente que o robô navega (SANTANA, 2011). 

 Visando a localizar o robô de forma mais confiável, usam-se as informações de sonares, 

sensores infravermelhos e odômetros. Esse conjunto de dados sensoriais é importante, 

principalmente para lidar com as mudanças existentes no ambiente e com os ruídos dos sensores 

(THRUN, 1998). 

Os métodos de localização são classificados em duas categorias: relativa e absoluta. A 

localização relativa fornece a pose do robô em relação a uma pose inicial, enquanto a absoluta 

fornece a pose global do robô e não faz uso das posições anteriores (BORENSTEIN e FENG, 

1996). 
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Para estimar a localização do robô, são normalmente usadas as informações de 

odometria por meio de sensores acoplados às suas rodas de tração. Esse método possui diversos 

erros, alguns de natureza mecânica das rodas e engrenagens, outros oriundos de irregularidades, 

inclinações e viscosidades existentes no terreno a ser explorado, além de desequilíbrio na 

distribuição de massa no robô.  

Para resolver o problema da odometria, uma solução muito utilizada é a fusão sensorial. 

Este método consiste na combinação (fusão) dos dados vindos de outros sensores ao odômetro 

para aumentar a precisão da localização (SASIADEK e HARTANA, 2000). O uso de sensores 

em conjunto facilita o emprego de técnicas que associam as leituras atuais com as anteriores, 

para estimar a pose atual. Como as leituras provenientes dos sensores são armazenadas nos 

mapas, é de extrema importância que tais medidas não contenham erros para evitar falhas no 

processo de localização (SANTANA, 2011 e THRUN, 1998).  

Na localização absoluta, o robô é capaz de reconhecer, através dos seus sensores, 

elementos distintos, como paredes, elementos distintos nos objetos ou ainda marcos 

(landmarks), estes últimos colocados intencionalmente no ambiente. No geral, os marcos estão 

em posições fixas e com as informações adquiridas pelos sensores, é possível identificá-los no 

ambiente. Sabendo-se a localização dos marcos é possível realizar a localização global do robô 

(BORENSTEIN et al., 1996). 

Na Figura 2.1, tem-se um exemplo de realização do processo de localização. O marco 

encontrado, a partir de uma câmera no robô, é a interseção entres as restas do piso. Conhecendo-

se a localização desse ponto nas coordenadas globais, o sistema calcula a pose do robô no 

ambiente.  

 

Figura 2.1: Processo de localização baseado em landmarks 

 

Fonte: Santana (2011) 
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O problema da localização é caracterizado por Newman (2006) da seguinte forma: "é 

dado um mapa M contendo um conjunto de obstáculos e um fluxo de observações de medições 

entre o veículo e os obstáculos. Parte-se do princípio que as associações entre as medições e os 

obstáculos observados são verdadeiras. Assume-se que o veículo de uso na navegação está 

equipado com um sensor de distância que retorna a distância para os obstáculos". O robô, 

quando em qualquer ponto do ambiente, deve navegar para conseguir identificar os obstáculos 

através dos sensores e, simultaneamente, calcular a distância que o separa de tal maneira que 

sempre deverá ter a sua pose atual no mapa. 

Na Figura 2.2, tem-se a resolução de um típico problema da localização. Os asteriscos 

verdes representam os obstáculos. O robô, representado pelo triângulo azul, é inserido no 

ambiente e realiza sua primeira observação obtendo a sua localização e a incerteza dessa 

medição (círculo vermelho). À medida que ele realiza mais observações, essa incerteza diminui 

cada vez mais, porém ao parar de realizar observações (esse momento é representado na Figura 

2.2, conforme a elipse vermelha cresce), a sua incerteza volta a aumentar. Ao voltar a realizar 

novas observações dos obstáculos, a incerteza volta a diminuir. 

 

Figura 2.2: Problema da Localização: Robô estimando sua localização 

 

Fonte: Newman (2006) 
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Os sensores sofrem influência, na sua medição, de várias fontes de ruído. Um ponto 

importante é saber como lidar com as incertezas e imprecisões. As possíveis origens desses 

erros são provenientes do movimento do robô dentro do ambiente, dos parâmetros que fazem 

parte da modelagem cinemática de controle do robô (por exemplo, roda de tamanho diferentes, 

medição errada de eixo, etc.) e por fatores de natureza não sistemática, como as incertezas 

provenientes de situações inesperadas (por exemplo, eventuais colisões com objetos 

inesperados, escorregamento das rodas etc.). O maior desafio da técnica de localização consiste 

em corrigir as informações oriunda dos sensores (BORENSTEIN et al., 1996). 

 Segundo Thrun (2005) e Borenstein et al. (1996), o problema de localização pode ser 

classificado em três tipos: 

 

• O problema de Rastreamento da Posição (Position Tracking): A pose inicial do robô 

em relação ao sistema de coordenada é conhecida. Contudo, com a movimentação do 

robô, os erros dos sensores prejudicam a localização. O problema de rastreamento da 

pose visa a estimar esses erros, de modo a fornecer com menor erro a pose local do 

robô. Em geral, erros são aproximados por meio de uma distribuição unimodal (por 

exemplo, distribuição normal);  

 

• O problema de Localização Global (Global Localization): O robô não conhece a sua 

pose inicial no mapa. Assim, são buscadas estratégias para se estimar essa pose, 

considerando inclusive, o problema de rastreamento da pose;  

 

• O problema do Robô Raptado (Kidnapped Robot Problem): No problema do robô 

raptado, assume-se que a qualquer momento, o robô poderá ser transferido para outra 

pose sem ser informado. Nessa nova situação, o robô deverá detectar a alteração em 

sua pose e, logo em seguida, calcular a sua nova localização. Esse problema é 

interessante para verificar a capacidade de recuperação do robô em falhas repentinas, 

visando a manter o sistema de localização convergindo. 

 

Existem diversas técnicas para estimar a localização do robô, a maioria com foco nos 

problemas de rastreamento da pose. Já o problema de localização global, métodos estatísticos 

têm sido usados com grande sucesso, conforme apontado por Thrun (2002). 
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2.2 Mapeamento 

 

Técnicas de mapeamento de ambientes são usadas em várias áreas como geografia, 

geologia, construção civil, entre outras. O mapeamento é usado quando é necessário representar 

uma área previamente conhecida e geralmente é feito em uma escala diferente do ambiente 

representado, sendo usado dois tipos de mapeamento que são os topológicos e os métricos. 

Pode-se exemplificar o problema do mapeamento em robôs conforme a Figura 2.3 da seguinte 

forma: imagine um robô, que não possui o mapa local, sendo equipado com um sensor de visão. 

A partir de sua pose atual ([x, y, θ] conhecidos) ele realiza leituras com seus sensores e passará 

a identificar os obstáculos, onde descobre a distância que se encontra do objeto. Com essas 

informações ele dará início a construção do mapa e o processo se repete até ele ter mapeado 

todo o ambiente (SANTANA, 2011). 

 

Figura 2.3: Processo de Mapeamento baseado em landmarks 

 

Fonte: Santana (2011) 

 

Pesquisas em mapeamento na robótica móvel iniciaram-se na década de 80, onde o 

mapeamento era amplamente dividido em dois tipos: topológico e métrico. Segundo Thrun et 

al. (2006), mapas topológicos são organizados na forma de grafo e utilizados para indicar 

possibilidades de navegação do robô por áreas contíguas do ambiente. Mapas métricos são 

usados em subáreas do ambiente e armazena informações mais precisas de seu contorno. 

 

2.2.1 Mapas topológicos  

Mapas topológicos, conhecido como mapas relacionais, fornecem as relações entre os 

vários locais ou objetos presentes no ambiente (marcos), geralmente sob a forma de grafos 

(MATARIC, 1990).  
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Na Figura 2.4, tem-se em (a) um ambiente ainda não mapeado. A Figura 2.4 mostra em 

(b) um mapa topológico representando o ambiente do robô através de grafos, onde os nós 

correspondem as situações, locais ou marcos distintos. Existindo um caminho direto entre dois 

nós, este serão interligados, indicando possibilidade de navegação do robô no ambiente. 

Figura 2.4: Mapa topológico. (a) ambiente não mapeado, (b) ambiente mapeado. 

 
(a)                     (b) 

Fonte: Oliveira (2010) 

 

2.2.2 Mapas métricos 

Os mapas métricos possuem várias formas de representação, sendo uma delas a divisão 

do ambiente em células de tamanhos iguais, também chamadas de grade (grid). Cada célula 

representa uma determinada parte fixa do espaço e armazena um valor que representa o estado 

desta célula como, por exemplo, a presença ou a ausência de um obstáculo (THRUN et al., 

1998). Essa forma é a mais conhecida e é chamada de grade de ocupação (occupancy-grid). 

Nesta representação, tem-se uma matriz de ocupação multidimensional (normalmente 2D ou 

3D) que mapeia o espaço em células, onde cada célula armazena uma estimativa probabilística 

de seu estado (ocupado ou livre) (MORAVEC e ELFES, 1985). 

 

Figura 2.5: Mapa métrico 2D: (a) ambiente não mapeado, (b) ambiente em mapa métrico 

       
(a)                    (b)                              

Fonte: Oliveira (2010) 
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Dependendo do tipo de representação do mapa, soluções que empregam mapas 

topológicos (CHOSET e NAGATANI, 2001; KUIPERS e BYAN, 1991), grade de ocupação 

(ELFES, 1989; THRUN et al., 1998) e mapas geométricos (LEONARD e FEDER, 1991) 

prevaleceram. Foram propostas outras variantes como representação nebulosa do espaço 

(ORIOLO et al., 1997), mapas auto-organizados (JANÉT, 1997) e componentes principais 

(KRÖSE, 2001; VLASSIS e KRÖSE, 1999). Porém, esses últimos modelos não tiveram 

receptividade por parte da comunidade cientifica. 

 

2.2.3 Tipos de ambientes para criação dos mapas 
 

Os ambientes usados para criação dos mapas são classificados em: estático ou 

dinâmico, estruturado ou desestruturado e interno (indoor) ou externo (outdoor). Um ambiente 

é considerado dinâmico quando os objetos presentes na cena são móveis e estático quando 

todos os objetos são fixos. Na Figura 2.6, pode-se observar um local fabril onde existem 

diversos equipamentos que representam um ambiente interno estruturado e estático. 

Figura 2.6: Ambiente interno estruturado e estático. 

 
 

Fonte: Bigheti (2011) 

 

A Figura 2.7 exibe um escritório onde as mesas, cadeiras, computadores e outros 

objetos colocados de modo desorganizados representam um ambiente interno desestruturado 

e estático. 

Figura 2.7: Ambiente interno desestruturado e estático. 

 
Fonte: Autor 
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A Figura 2.8 mostra uma imagem de um ambiente externo estruturado, com 

luminosidade não controlada e estático, com exceção de um veículo, das águas de um canal e 

das nuvens. 

 

Figura 2.8: Ambiente externo estruturado e estático. 
 

 

 
Fonte: Bigheti (2011) 

 

 

É representado na Figura 2.9, um ambiente externo desestruturado, dinâmico com 

luminosidade não controlada e solo irregular. 

 

Figura 2.9: Ambiente externo desestruturado e dinâmico. 

 

Fonte: Bigheti (2011) 

 

Nas aplicações reais, dificilmente são encontrados ambientes totalmente estáticos. Na 

prática, as implementações dos algoritmos consideram os objetos móveis como sendo ruídos 

do sistema. Assim, quando diante de um ambiente altamente dinâmico as técnicas tradicionais 
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não conseguem lidar de maneira eficiente com esse problema. Em seu trabalho, Bailey (2002) 

descreve sobre SLAM e a diferenciação entre objetos móveis e estáticos. Já a classificação 

entre ambiente estruturado e desestruturado depende das características geométricas dos 

objetos presentes na cena, sendo a reta a informação geométrica frequentemente extraída. 

Então, quando diante da dificuldade na identificação de formas geométricas conhecidas na 

cena, o ambiente é classificado como desestruturado. Em ambos os ambientes existem 

informações geométricas conhecidas. Entretanto, no ambiente interno, a geometria mais bem 

definida em relação ao ambiente externo. Por exemplo, janelas, portas e corredores são 

facilmente representados por retas. Assim, ter conhecimento do ambiente é importante na 

implementação dos algoritmos de mapeamento, uma vez que este processo influência 

diretamente nas características do tipo de informação que pode ser extraída dos sensores e no 

nível de ruído do sistema. 

 

2.3 Landmarks 

Landmarks são informações que estão presentes no ambiente de navegação do robô, 

servindo de referência na construção do mapa e são usados como dados no sistema de controle 

do robô, permitindo com isso a sua localização a partir dessas referências (BORENSTEIN et 

al., 1996).  

As informações extraídas do ambiente que podem ser caracterizadas como landmarks 

dependem diretamente do tipo de sensor usado para adquirir os dados e do algoritmo de 

processamento adotado para tratá-los. Independente de tais configurações, as informações 

adquiridas pelo robô devem fornecer confiabilidade. Os landmarks classificam-se em:  

 

• Naturais;  

• Artificiais. 

  

O landmark artificial consiste em inserir, intencionalmente, pontos de interesses no 

ambiente de exploração do robô. Esse método é detectado facilmente pelos sensores do robô, 

pois suas características foram artificialmente criadas já com esse intuito (LAJES, 1998). O 

landmark artificial serve tanto de referência para a localização e navegação do robô, bem como 

fonte de informação a ser usada para outro fim. A Figura 2.10 mostra um exemplo de landmarks 

artificiais fixados no piso do ambiente de trabalho do robô para detecção pelo sensor. 
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Figura 2.10: Exemplo de landmark artificial 

 

Fonte: Autor 

 

O landmark é considerado natural quando as informações já fazem parte do ambiente. 

A Figura 2.11 demonstra um exemplo de landmarks naturais que foram detectados através de 

sensor de imagem. Os landmarks naturais são provenientes da própria estrutura do ambiente 

como as bordas e cantos das portas e janelas, assim como podem ser oriundos da variação da 

intensidade de luminosidade de certa região de uma imagem. 

 

Figura 2.11: Landmarks naturais detectados com sensor de imagem 

 

Fonte: Bigheti (2011)  
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No processo de detecção de landmark no ambiente de exploração, são usadas 

basicamente, as seguintes fases: 
 

1. Obter os dados do ambiente através do sensor; 

2. Analisar os dados visando a identificar as informações que caracterizam um 

landmark; 

3. Armazenar as características referentes aos landmarks na memória do 

sistema de controle do robô para gerar o mapa do ambiente. Esses landmarks 

também são usados na estimação da localização do robô. 

 
A escolha do tipo de sensor usado na obtenção dos dados é baseada na análise do tipo 

de ambiente e o poder de processamento do sistema embarcado do robô. A análise do ambiente 

é importante porque os sensores possuem limitações e essas devem ser respeitadas na 

implementação de um sistema robusto. 

 

2.4 SLAM 

 

Ao se imaginar um ser humano em um ambiente estranho, sem conhecer nada sobre o 

meio em que se encontra, ele tem a capacidade de integrar-se nesse ambiente apenas pela 

observação e exploração. Então, o que antes era considerado desconhecido, torna-se familiar. 

Nesse processo, o uso da memória é fundamental para que consiga distinguir entre locais já 

explorados de locais a serem explorados, permitindo que se navegue sem se perder. Outra 

situação bem interessante é o de um ser humano, abandonado numa floresta sem nenhuma 

informação. Com o passar do tempo, após ter explorado todos os locais a sua volta, ele passa a 

conhecer o ambiente onde se encontra, criando em sua mente pontos de referências que lhe 

permitem localizar-se em cada instante. Este processo de localização e mapeamento, facilmente 

realizado por um ser humano, vem sendo estudado ao longo dos anos em aplicações na robótica 

móvel, sendo conhecida com a sigla de SLAM (THRUN, 2004; BIGHETI, 2011). 

A localização e o mapeamento simultâneos buscam solucionar o problema de um robô 

móvel que seja colocado em um local desconhecido pertencente a um ambiente desconhecido 

e ele consiga construir um consistente mapa, além de conseguir ao mesmo tempo determinar 

sua pose neste mapa. Esse processo ocorre de forma paralela, ou seja, à medida que o robô 

obtém informações para construir um mapa do ambiente, ele usa essas informações para saber 

em que ponto ele está inserido nesse ambiente (MONTEMERLO, 2003). Assim, o veículo deve 
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possuir atuadores e sensores para conseguir encontrar e identificar obstáculos, locomover-se e 

coletar as informações de odometria geradas e processar todos esses dados (BAILEY, 2002; 

DURRANT-WHYTE e BAILEY, 2006). A Figura 2.12 ilustra de forma simplificada o 

problema do SLAM. 

 

Figura 2.12: Robô realizando SLAM 

 

Fonte: SANTANA (2011) 

 

A Figura 2.13 mostra um robô realizando a tarefa de SLAM, onde k é o tempo discreto 

da estimação do estado do filtro, que considera as variáveis relacionadas a pose e ao mapa, 𝒙𝒌 

é a pose atual do robô, 𝒖𝒌 é o vetor de controle aplicado em k, 𝒎𝒋 é a posição atual do i-ésimo 

landmark e 𝒛𝒌 é a distância entre o robô e o i-ésimo landmark. Quando o robô detecta os 

landmarks 𝒎𝒋−𝟏, sua localização 𝒙𝒌−𝟏 torna-se conhecida através do cálculo da distância 𝒛𝒌−𝟏  

e essa informação é utilizada na formação do mapa até aquele ponto explorado. Ao receber um 

sinal 𝒖𝒌 o robô executa o movimento e em seguida realiza a nova observação, obtendo o estado 

𝒙𝒌.  

Figura 2.13: Processo de exploração de Ambiente 
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Fonte: Adaptado de Durrant-Whyte e Bailey (2006) 

Após um longo período de navegação, as incertezas dos sensores produzem acúmulo de 

erros na estimação dos estados, tendo como consequência incoerência na localização e 

mapeamento. Diante disso, métodos de correção dos erros nas medições dos sensores são 

necessários para uma boa estimação dos estados do robô. Seria inviável a navegação em 

ambiente que não se tenha boa estimação da localização dos obstáculos neste meio. Um 

exemplo prático dessa problemática seria um robô de uso doméstico que acaba colidindo com 

os objetos do ambiente por não possuir medidas corretas. 

 
 

2.5 Sensores em SLAM 

 

Na robótica, os sensores desempenham papel fundamental no processo de percepção, 

interpretação do cenário e construção de mapa. É importante destacar que as informações 

fornecidas pelas fontes sensoriais possuem imprecisões. As primeiras tentativas de lidar com 

esse problema buscaram produzir sensores mais precisos. Entretanto, o aumento na precisão 

elevou o preço dos sensores (BOLTON, 2010).  

Devido ao elevado preço dos sensores de grande precisão, atualmente, usam-se sensores 

de baixo custo, que, embora tenham precisão inferior, a baixa precisão é contornada com 

emprego de novas técnicas computacionais.  Os sensores usados em SLAM são vistos na Figura 

2.14. Um dos mais utilizados são os scanners laser, pois são precisos, eficientes e fornecem 

uma alta quantidade de dados por segundo para serem processados (alto custo computacional). 

As maiores problemáticas destes sensores são porque não possuem grande desempenho em 

superfícies formadas por vidro e são muito caros (WELLE et al., 2010; BURGARD et al., 2009; 

BLANCO et al., 2008; ANOUSAKI e KOPOULOS, 2007). 

 

Figura 2.14: Sensores usados em SLAM: a) laser, b) sonar, c) câmera 

 
(a)                                               (b)                                                            (c)        

Fonte: Souza (2011) 

 

Outro sensor muito utilizado é o sonar, devido ao seu baixo custo. Entretanto, este tipo 

de sensor não possui boa precisão na leitura e enfrenta grandes problemas de reflexão das ondas 
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sonoras (HUANG et al., 2010; YAP e SHELTON, 2009; FENG et al., 2008). 

Existe também a opção de uso das câmeras como sensores. A maior característica deste 

sensor reside na riqueza de informações que ele é capaz de fornecer, qualitativa e quantitativa 

(WILLIAMS e REID, 2010; KOOTSTRA e SCHOMAKER, 2009; MILFORD e WYETH, 

2008). O uso destes tipos de sensores não apresenta muita preocupação do ponto de vista da 

memória e do poder de processamento. Isto se deve pelo rápido aumento da capacidade de 

processamento dos computadores e disponibilidade de memória, permitindo que maiores 

quantidades de informações sejam tratadas. 

Combinações ou fusão de sensores é muito comum na literatura. DIOSI et al. (2005) 

trabalharam com laser e sonar, AHN e LEE (2007) usaram um sonar combinado com uma 

câmera e FU et al. (2007b) usaram um laser com uma câmera na solução de problemas de 

SLAM.  

Independente do sensor usado, as características obtidas do ambiente possuem ruídos. 

Devido a isso, a relação espacial entre as características detectadas e o robô são incertas porque 

os dados oriundos dos sensores são imprecisos. Por isso, soluções matemáticas devem ser 

capazes de representar, manipular e propagar a incerteza espacial (SKRZYPCZYNSKI, 2009). 

Das várias abordagens possíveis, a abordagem probabilística é a mais adequada, porque 

sua fundamentação teórica fornece uma maneira de provar a convergência do filtro SLAM e de 

otimizar as soluções propostas. Isso ocorre porque os erros não podem ser previstos 

individualmente, mas, quando analisados em conjunto, podem ser tratados estatisticamente, 

apresentando padrões que podem ser modelados (THRUN et al., 2005). Trata-se de um 

problema de minimização, com intuito de eliminar os erros aleatórios gerados pelos ruídos 

provenientes das fontes sensoriais. (ELFIES, 1987). 

 

2.6 Filtros usados em SLAM 

 

Os algoritmos utilizados na solução dos problemas em robótica móvel, incluindo o 

SLAM, de acordo com Thrun (2002), estão ligados ao filtro de Bayes (regra de Bayes). É um 

método probabilístico que usa evidências amostrais para calcular a probabilidade de eventos. 

Os algoritmos são:  
 

•  Filtro de Kalman-KF;  

• Filtro de Kalman Estendido- EKF;  

• EIF SLAM;  

• SEIF;  
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• FastSLAM;  

2.6.1 Filtro de Bayes 

 
O filtro de Bayes integra dados temporais com intuito de calcular a probabilidade 

recursivamente. Assim, para o cálculo da predição, considera-se o resultado obtido no passo 

anterior, conforme mostram as Equações 2.1 e 2.2. A Equação 2.1 integra a probabilidade do 

passo anterior (fase de predição do filtro) e seu resultado é utilizado na Equação 2.2 para 

calcular a probabilidade predita (fase de atualização). Nessas equações, t é a variável discreta 

de controle temporal, onde somente o estado t-1 é considerado para a integração. Essa 

definição torna o algoritmo computável, assumindo que o sistema dinâmico é do tipo modelo 

Markov. O modelo Markov de primeira ordem assume que a informação amostral y no instante 

t depende somente da probabilidade de x nesse mesmo instante; tendo a probabilidade de x no 

instante t dependendo somente do instante t-1 (BIGHETI, 2011). 

 

𝑝−(𝑥𝑡) =∫ 𝑝−𝑥𝑡|𝑥𝑡−1)𝑝−(𝑥𝑡−1)𝑑𝑥                                                   (2.1) 

 

 

𝑝(𝑥𝑡|𝑦) = 𝜂𝑝−(𝑦𝑡|(𝑥𝑡
 
) 𝑝−(𝑥𝑡

 
)                                                             (2.2) 

 

 

Em termos práticos, na fase de predição, a informação y representa a leitura do sensor 

e x representa um vetor contendo a pose do robô e os landmarks no ambiente, sendo os 

elementos desse vetor referenciados através de x. Nas equações do filtro de Bayes, é necessário 

especificar o modelo de percepção p(yt|xt), o controle aplicado ao movimento para a transição 

do estado t-1 para t do movimento, p(xt|xt–1) e a representação da probabilidade predita p(xt|y). 

A especificação pode ser feita de várias formas, dependendo do tipo de sensor, da mecânica 

do robô e do tipo de ambiente. Devido as diferentes formas de tratar os dados, diversos 

algoritmos são baseados no filtro de Bayes (BIGHETI, 2011). O filtro segue por três estágios: 

 

• Predição; 

• Observação; 

• Atualização. 
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2.6.2 Filtro de Kalman 

 

O filtro de Kalman (KF) é uma das variações mais usadas do filtro de Bayes, sendo 

utilizado em sistemas dinâmicos, normalmente perturbados por ruídos, para estimar variáveis 

do sistema utilizando a distribuição gaussiana. Seu uso para mapeamento na robótica foi 

introduzido por Smith (1990), para a construção de mapa contendo a estimativa de 

relacionamento espacial de objetos e suas incertezas. O filtro de Kalman é um método 

recursivo ótimo para solução de problemas lineares relacionados à filtragem de dados, onde o 

erro quadrático é minimizado (KALMAN, 1960). Através da variável de observação, outra 

variável, não observável, denominada “variável de estado ou processo” pode ser estimada, 

procedimento conhecido como inferência estatística. A partir desses cálculos recursivos 

estima-se o estado xv(k), que evolui de acordo com os modelos do processo e de observação. 

A complexidade computacional para a execução do KF é O(n2), onde n representa o 

número de landmarks. A complexidade computacional quadrática permite que somente alguns 

landmarks possam ser utilizadas no mapeamento, enquanto que normalmente os mapas de 

ambientes naturais contêm milhões de landmarks (MONTERMELO et al., 2002). 

Os modelos de medição (sensores) e de movimento do robô utilizados no KF são 

funções lineares. No entanto, os dados gerados pelos sensores e o resultado dos comandos de 

movimento executados pelo robô nem sempre se comportam linearmente, podendo ocasionar 

erros no mapeamento, portanto o KF é limitado a sistemas lineares, sendo, ineficiente para 

sistemas não-lineares.  

 

2.6.3 Filtro de Kalman estendido 

 

Devido a limitação do filtro de Kalman a sistemas dinâmicos lineares, foi introduzida 

uma extensão neste, conhecida como EKF (Extended Kalman Filter), onde as funções lineares 

do KF passaram a se comportar de acordo com a dinâmica do robô e dos sensores. Com essas 

mudanças, os dados dos sensores e do sistema de controle são interpretados como lineares e 

um ruído gaussiano é inserido nesses dados. A ideia central do EKF é linearizar as funções via 

série de Taylor de primeira ordem no ponto de interesse (NEBOT, 2002). 
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2.6.4 FastSLAM 

 

O FastSLAM é um algoritmo de mapeamento proposto por Montemerlo (2002), que 

tem como princípio básico o filtro de Kalman para estimar a localização dos landmarks, em 

um ambiente com distribuição gaussiana e o filtro de partículas para projetar a pose do robô 

no ambiente. Assim, o mapa gerado é composto por um conjunto de landmarks, cujas poses 

foram estimadas numa distribuição gaussiana. Uma condição importante deste algoritmo é o 

conhecimento a priori do caminho a ser explorado pelo robô, sendo tais informações 

fornecidas pelo vetor de controle e a correlação com o mapa feita pelo EKF. 

Essa técnica apresenta avanço em relação a implementações feitas com o uso do KF, 

que possuem complexidade computacional quadrática em relação ao número de landmarks. 

Com isso, cada KF é utilizado somente para estimar a localização de cada landmark e a pose 

do robô, estimada pelo filtro de partículas. Nessa nova divisão, a complexidade computacional 

se reduz para uma proporção logarítmica definida na ordem 0(Mlog N), onde M representa a 

quantidade de partículas e N de landmarks. Os experimentos realizados pelos autores dessa 

técnica demonstraram que no mínimo 100 partículas são necessárias para obter bons 

resultados, tornando a complexidade computacional desta técnica inferior às implementações 

que utilizam o filtro de Kalman nas duas operações: estimação da pose do robô e dos 

landmarks (MONTEMERLO, 2003). 

 

2.6.4.1 Filtro de partículas 

 

O filtro de partículas (PF) é usado em localização nos algoritmos de SLAM, sendo 

baseado em amostras para redes Bayesianas dinâmicas, conhecidas em diversas áreas com o 

nome de Monte-Carlo (BAILEY, 2006). Esse filtro possibilita tratar qualquer tipo de 

distribuição de probabilidade, diferentemente do KF, em que a distribuição é gaussiana, sendo 

esse um dos principais motivos de seu uso em técnicas de mapeamento na área da robótica 

(GORDON, SALMOND e SMITH, 1993; DOUCET, FREITAS e GORDON, 2001; 

ARULAMPALAM et al., 2002). Apesar dessa vantagem, o PF não é eficiente para tratar com 

a dimensionalidade dos mapas, já que o número de partículas necessárias para representar os 

estados no mapa cresce numa proporção que torna inviável o seu uso na maioria das situações 

reais de mapeamento. Com intuito de tornar o PF mais eficiente, foi proposto o filtro de 

partículas Rao-Blackwellised (RBPF), que é uma extensão do PF tradicional (conhecido como 
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versão 1.0) com capacidade de exploração de forma mais eficiente (BAILEY, 2006). É o 

mesmo FastSLAM, com a diferença importante na forma de amostragem das partículas (fase 

de predição), sendo chamado de FastSLAM versão 2.0. 

Considerando o modelo de espaço de estado não linear descrito por: 

 

Xk = f (Xk−1,Vk−1)                                              (2.3) 

Yk = g(Xk,Uk)                                                   (2.4) 

onde: 

• Xk é a variável de estado no instante de tempo k; 

• Yk são as observações no instante de tempo k; 

• As funções f e g são não lineares e geram Xk e Yk; 

• Vk é o ruído de movimento; 

• Uk é o ruído da medição, que podem ser assumidos como variáveis aleatórias com 

distribuição normal e covariância Qk e Rk. 

 

 Na Equação 2.3, a função densidade de probabilidade p(Xk|Xk−1) refere-se à transição de 

estado. Já a Equação 2.4 implica que a função densidade de probabilidade p(Yk| Xk) representa a 

observação, onde o ambiente é medido pelos sensores do robô. O problema consiste na estimação da 

variável de estado Xk, quando somente dados das observações estão disponíveis, por exemplo, 

Y1:k = {Y1,Y2, . . . ,Yk}. Assumindo que Xk segue um processo de Markov, a distribuição da predição pode 

ser definida como p(Xk|Y1:k). A Figura 2.15 mostra graficamente a dependência entre os estados 

e as observações. 

Figura 2.15: Dependência Markoviana entre os estados e as observações 

 

Fonte: Lima (2011) 
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Assim, o problema de estimação pode ser formulado como a minimização do erro quadrático 

médio (EQM) estimada, definida por: 

      

�̂�𝑘 = 𝐸[𝑋𝑘|𝑌1:𝑘] =  ∫ 𝑋𝑘𝑝(𝑋𝑘|𝑌1:𝑘)𝑑𝑋𝑘                                        (2.5) 

 

   onde E representa o valor esperado. 

O método de Monte Carlo utiliza, para representar a distribuição da predição, um 

conjunto de pontos aleatórios (amostras ou partículas). A partir da função densidade do estado 

inicial X0 do sistema, juntamente com uma etapa de transição e uma de observação, obtém-se a 

função densidade do instante seguinte. Com isso, a função densidade predita em qualquer tempo 

discreto k, p(𝑋𝑘|𝑌1:𝑘), pode ser avaliada de modo recursivo. No processo de transição, deseja-

se propagar a próxima etapa de tempo k, por meio da densidade de transição dada pela Equação 

2.6. 

𝑝(𝑋𝑘|𝑌1:𝑘−1) =  ∫ 𝑝(𝑋𝑘|𝑋𝑘−1) 𝑝(𝑋𝑘−1|𝑌1:𝑘−1)𝑑𝑋𝑘−1                                  (2.6) 

 

Na etapa de atualização, que envolve a aplicação do teorema de Bayes (BAYES e PRICE, 

1763), à medida que novos dados chegam, é calculada a função densidade de probabilidade, de acordo 

com a Equação 2.7. 

 

𝑝(𝑋𝑘|𝑌1:𝑘) =  
𝑝(𝑌𝑘|𝑋𝑘) 𝑝(𝑋𝑘|𝑌1:𝑘−1)

∫ 𝑝(𝑌𝑘|𝑋𝑘) 𝑝(𝑋𝑘|𝑌1:𝑘−1)𝑑𝑋𝑘

                                          (2.7) 

 

As duas etapas fornecem a solução ótima para o problema de estimação, tendo o 

inconveniente da dificuldade de resolver analiticamente a integração multidimensional. Um 

método alternativo é obtido através do método Sequencial de Monte Carlo (GORDON et al., 

1993; DOUCET et al., 2001; ARULAMPALAM et al., 2002; CAPPE et al., 2007). Esse 

método afirma que: “A distribuição de probabilidade p, da Equação 2.7, pode ser extremamente 

complexa. Entretanto, pode-se amostrar a partir de uma outra distribuição q (distribuição de 

importância), onde sorteia-se N amostras aleatórias de Xk, k = 1 . . . N a partir de q ao invés de p. 

Entretanto, para garantir que o estimador da esperança da Equação 2.5 não seja viciado é 

necessário fazer uma correção. Este ajuste consiste em definir um peso positivo para cada um 

dos pontos aleatórios. Tem-se que o valor requerido para o peso é proporcional a relação r = p/q 
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k 

avaliada no ponto aleatório, onde r é chamado de função importância”. Logo, a esperança da 

Equação 2.5 pode ser estimada como a média ponderada. 

 

�̂�𝑘 = 𝐸[𝑋𝑘|𝑌1:𝑘] =  ∫ 𝑋𝑘

𝑞(𝑋𝑘|𝑌1:𝑘)𝑝(𝑋𝑘|𝑌1:𝑘)

𝑞(𝑋𝑘|𝑌1:𝑘)
𝑑𝑋𝑘 

 

=  ∫ 𝑋𝑘𝑟(𝑋𝑘|𝑌1:𝑘)𝑞(𝑋𝑘|𝑌1:𝑘)𝑑𝑋𝑘 ≈ ∑
𝑊𝑘

∑ 𝑊𝑗
𝑁
𝑗=1

𝑋𝑘

𝑁

𝑘=1

                               (2.8) 

 

Onde 𝑊𝑘 é peso da partícula k e 𝑊𝑗  é o peso total das N partículas. Desse modo, o 

resultado da integral através de um conjunto de amostras pode ser calculado como: 

        

�̂�𝑘 = ∑ 𝑋𝑘
(𝑖)

�̂�𝑘
(𝑖)

𝑁

𝑖=1

                                                                                (2.9) 

onde Ŵ (i) 
é o peso normalizado (variando entre 0 e 1) da amostra i no instante k.  O peso de 

cada amostra representa a probabilidade do estado real estar no estado representado por essa 

amostra.  

Visando a aproximação da função de densidade predita, usa-se o algoritmo Amostrando 

e Reamostrando pela Importância (SIR). Nesse algoritmo, as partículas que contribuíram pouco 

para estimar a pose do robô são reamostradas para que estas obtenham uma nova importância.  

O algoritmo SIR consiste em três etapas, como mostrado na Figura 2.16. Na etapa de 

amostragem, as partículas são distribuídas através de uma função densidade de probabilidade. 

Em seguida, são obtidas as partículas com maior importância no processo e as partículas de 

menor importância são reamostradas, para que, finalmente, seja estimado o estado do robô.  

 

Figura 2.16: Estrutura do funcionamento do filtro de partículas 

 

Fonte: Adaptado de Lima (2011) 
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A Figura 2.17 mostra as partículas representadas por círculos e seus pesos são os 

tamanhos dos círculos. Os círculos de tamanho maior representam os pesos de maior 

importância, de forma análoga, os círculos menores representam pesos de menor importância. 

A importância de cada partícula é usada para incorporar as medições do atual estado do filtro 

nas partículas, calculando a importância de cada uma dentro do conjunto (THRUN et al., 2005). 

Na etapa de seleção, as partículas mais promissoras são selecionadas e suas importâncias 

são atribuídas para as partículas menos promissoras na etapa de predição (processo de 

reamostragem). Na etapa de medição, é feita a estimação tomando como base as partículas e 

sua ponderação, ou seja, cada medida bruta armazenada pela partícula é ponderada. 

 

Figura 2.17: Ilustração do algoritmo FP 

 
Fonte: Adaptado de Lima (2011) 

 

2.6.4.2 O problema da degeneração 

 

Para diminuir a degeneração de um conjunto de partículas, deve-se minimizar a 

variância dos pesos. Assim, para minimizar essa variância é preciso (HUANG et al., 2010): 

 

• Para partículas com peso relativamente grande, diminuir seus pesos. 

• Para partículas com peso relativamente pequeno, aumentar seus pesos.  

• Manter a ordem dos pesos das partículas, ou seja, os pesos maiores continuam 

maiores e os pesos menores continuam menores. 
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Um modo de minimizar a variância e a degeneração é tentar manter sempre um conjunto 

de partículas com a maior quantidade de informações possível, ou seja, maximizar o peso 

absoluto das partículas. Assim, todas as partículas tendem a um valor limite superior e  a 

variância tende a zero ao normalizar esses pesos. No entanto, deve-se tomar o cuidado de não 

impedir a exploração adequada do espaço de busca, para evitar cair em um máximo local. 

Assim, a reamostragem busca evitar a degeneração substituindo as partículas com peso pequeno 

por novas partículas com pesos relativamente maiores. Apesar desse método reduzir o 

problema, a degeneração continua existindo, uma vez que a nova amostra pode continuar tendo 

peso relativamente pequeno. 

Um modo de medir a degeneração é através do tamanho efetivo da amostra (Nef f )  (KONG; LIU; 

WONG, 1994; AIUBE, 2005), que é calculado pela Equação 2.10. 

 

𝑁𝑒𝑓𝑓 =  
𝑁

1 + 𝑉𝑎𝑟𝜋(∗|𝑌0:𝑘)(𝑊 ∗ (𝑥0:𝑘)
                                                (2.10) 

 

onde π é a função densidade de probabilidade, usada na tentativa de aproximar a função 

densidade real do problema.  

Por ser difícil calcular a variância da Equação 2.8, uma aproximação de 𝑁𝑒𝑓𝑓   torna-se 

mais interessante para essa medição. Nessa aproximação, é possível avaliar o grau de 

degeneração do algoritmo através da Equação 2.11 abaixo. 

 

�̂�𝑒𝑓𝑓 =
1

∑ (𝑊𝑖)2𝑁
𝑖

                                                              (2.11) 

 

onde �̂�𝑒𝑓𝑓 rpresenta o tamanho amostral efetivo e e 𝑊 representa o peso das partículas. 

 O tamanho efetivo da amostra aumenta quando a variância do valor dos pesos é 

reduzida, ou seja, quando a degeneração apresentada pelas partículas é reduzida. Em outras 

palavras, o tamanho efetivo da amostra diminui quando a degeneração aumenta. 

O processo de reamostragem pode ser realizada quando �̂�𝑒𝑓𝑓 for menor que uma 

constante Ne f f , onde essa constante indicaria a ocorrência de degeneração. Em resumo, a ideia 

da reamostragem consiste em eliminar as amostras que possuem um peso muito pequeno, 

mantendo apenas as amostras que tem um maior peso (ARULAMPALAM, 2002). 
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2.6.5 Filtro “Extended information form SLAM” 

 

Extended Information Form SLAM Algorithm (EIF SLAM) é um algoritmo de 

mapeamento baseado no filtro de Informações Estendidas. O EIF SLAM é considerado um 

método offline porque constrói o mapa do ambiente somente após a sua exploração. Durante 

a etapa de exploração, as informações provenientes do movimento planejado e dos sensores 

são armazenadas na memória do sistema controlador do robô. É indicado para situações em 

que o conjunto de dados possui tamanho fixo e a memória do sistema é capaz de suportar todos 

esses dados no instante em que o mapa está sendo construído. Os dados no mapa são 

representados pelos dois primeiros momentos da gaussiana, semelhante ao EKF, chamado 

nessa abordagem por vetor e matriz de informação. Entretanto, o método de atualização das 

informações é diferente entre os dois algoritmos. A grande vantagem desse método é a sua 

capacidade de gerar mapas precisos e de grandes dimensões. Na construção do mapa, os dados 

são formados por um conjunto de medidas z1:t relacionadas à variáveis de correspondências 

que indicam a localização dos landmarks c1:t e por um conjunto de controle u1:t . Com base 

nesses dados, o algoritmo inicializa um vetor que contém todas as posições que o robô possuiu 

durante a coleta dos dados. Assim, passos conhecidos como construção, redução e resolução 

são repetidos enquanto um limite desejado de precisão não for alcançado (THRUN e 

BURGARD, 2005).  

 

 

2.6.6 Filtro “Sparse extended information form SLAM” 

 

Uma versão recente do EIF SLAM é o Sparse Extended Information Form Algorithm 

(SEIF). Nessa metodologia, o algoritmo realiza o mapeamento online, ou seja, durante o 

processo de exploração do ambiente. O SEIF difere do EIF SLAM porque mantem uma 

matriz esparsa de informação, cujo objetivo possui caráter computacional. Assim, as 

equações de atualização do SEIF são executadas com tempo constante (THRUN et al., 2004). 
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2.7 Redes neurais artificiais  

  

Há duas abordagens na solução de problemas que envolvem aplicações computacionais, 

algorítmica e a conexionista. Na primeira, é executado uma sequência finita de passos que 

apresentam resultados coerentes a partir de um conjunto de regras pré-definidas. Mas, tal 

abordagem apresenta dificuldades de fornecer características do aprendizado quando 

comparado a técnica conexionista, entre elas as Redes Neurais Artificiais.  

As redes neurais artificiais (RNAs) são sistemas de computação baseados nas 

características do sistema nervoso e nos neurônios do ser humano. De acordo (HAYKIN,1999), 

uma RNA assemelha-se ao cérebro humano em dois aspectos: 

 

• Conhecimento é adquirido pela rede através de um processo de aprendizagem; 

• Forças de interconexão entre os neurônios, conhecidas como pesos sinápticos ou 

pesos, são utilizadas para armazenar o conhecimento. 

 

As RNAs são formadas por um conjunto de neurônios que interagem entre si baseados 

nas características de processamento de informação e nas características de suas 

interconexões semelhantes aos neurônios reais. São sistemas paralelos de computação com 

possibilidade de implementação em hardware ou em software.  

As redes neurais possuem capacidade de coletar, utilizar e armazenar informações 

baseadas em experimentos (aprendizagem). O processo de aprendizagem é feito a partir de 

algoritmos de aprendizagem, onde os pesos sinápticos da rede são alterados de forma ordenada 

visando a alcançar o resultado desejado. 

A partir da informação vinda de um banco de dados (pares de entradas e saídas), as 

redes neurais devem “aprender” e generalizar o conhecimento contido nas amostras, de 

forma a conseguir responder a qualquer outra entrada não pertencente ao conjunto de 

treinamento (HAYKIN, 1999).  Algumas características importantes de uma rede neural 

artificial são: 

• Robustez e tolerância a falhas: a retirada de alguns neurônios não afeta 

substancialmente o seu desempenho global; 

• Flexibilidade: através do processo de aprendizagem pode ser ajustado novos 

pesos, conseguindo aprender novas ações com base na informação contida nos 

dados de treinamento; 
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• Processamento de informação incerta: mesmo que a informação fornecida esteja 

incompleta, afetada por ruído, ainda consegue-se obter um raciocínio correto; 

• Paralelismo: uma grande quantidade de neurônios está ativa ao mesmo tempo. Não 

existe a restrição de um processador que obrigatoriamente trabalhe uma instrução 

após outra. 

 

O modelo artificial de neurônio é mostrado na Figura 2.18, sendo uma generalização 

do modelo de Mcculloch e Pitts (1943).  

 

Figura 2.18: Modelo de um Neurônio artificial 

 

Fonte: Autor 

 

 

Internamente, existe um módulo que combina as entradas, visando a coletar e combinar 

as informações vindas de outros neurônios. Em geral, essa combinação é um 

somatório entre as entradas ponderadas do neurônio, cujo resultado é conhecido como entrada 

líquida do neurônio. Em seguida, uma função matemática é aplicada, chamada função de 

ativação. O módulo de combinação das entradas e a função de ativação formam o corpo do 

neurônio responsável por apresentar a saída do neurônio a partir dos valores dos vetores de 

pesos e de entrada. Esse modelo possui um sinal adicional bias (b) que favorece ou limita a 

possibilidade de ativação do neurônio.  

O processo sináptico é representado pelos pesos (w) que amplificam cada um dos 

sinais recebidos, fornecendo a rede a capacidade de acumular conhecimento à medida que 

são ajustados. A função de ativação (f ) defini o  modo como o neurônio responde ao nível 

de excitação, limitando e definindo a saída da rede neural. A função de ativação pode ter 

diferentes formulações, sendo as mais usadas: linear, sigmoide logarítma, tangente 
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hiperbólica e gaussiana.  

Em termos matemáticos, pode-se definir o neurônio da Figura 2.18 pelo par de 

equações:  

 

𝑣𝑘 =  ∑ 𝑤𝑘𝑗𝑥𝑗

𝑚

𝑗=1

                                                                (2.12) 

e 

𝑦𝑘 =  𝜑(𝑣𝑘 + 𝑏𝑘)                                                            (2.13) 

 

onde 𝑥1, 𝑥2, … , 𝑥𝑚 são os sinais de entrada; 𝑤𝑘1, 𝑤𝑘2, … , 𝑤𝑘𝑚 são, respectivamente, os pesos 

das entradas do neurônio;  𝑢𝑘 é a saída da combinação linear dos sinais de entrada; 𝑏𝑘 é a bias; 

𝜑(. ) é a função de ativação; e 𝑦𝑘 é o sinal de saída do neurônio. 

As funções de ativação mais comuns possuem as seguintes formulações matemática 

e o seu respectivos gráficos: 
 

 

• Função Linear 
 

𝑓(𝑢) = 𝑢                                                        (2.14) 

 

 
Figura: 2.19: Gráfico da função linear 

 
Fonte: Autor 
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• Função sigmoide logarítmica 

 

𝑓(𝑢) =  
1

1 + 𝑒−𝛽𝑢
                                                              (2.15) 

 

 

Figura: 2.20: Gráfico da função sigmoide logarítmica 

 
Fonte: Autor 

 

• Função tangente hiperbólica 

 

𝑓(𝑢) =  
1 −  𝑒−𝛽𝑢

1 +  𝑒−𝛽𝑢
                                                            (2.16) 

 

 
Figura: 2.21: Gráfico da função tangente hiperbólica 

 
Fonte: Autor 
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• Função gaussiana 

 

𝑓(𝑢) =  𝑒−
(𝑢−𝑐)2

2𝜎                                                             (2.17) 
 

Figura: 2.22: Gráfico da função gaussiana 

 
Fonte: Autor 

 

2.7.1 Estrutura das redes neurais artificiais  

 

As disposições (arquitetura) de uma rede neural são as diversas formas de organização 

dos componentes da RNA, dependendo da necessidade da aplicação, estando diretamente 

ligadas com o algoritmo de aprendizagem usado para treinar a rede. Basicamente, os itens que 

compõem a estrutura de uma rede neural são: 

 

• Unidades processadoras ou neurônios artificiais; 

 

• Conexões entre os neurônios artificiais. 

 

Em uma rede neural, os neurônios estão organizados na forma de camadas 

(conforme Figura 2.23).   

 

Figura 2.23: RNA organizadas em camadas 

 

Fonte: de Almeida Neto (2003) 
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A primeira coluna representa os neurônios da camada de entrada, cuja função é receber 

os dados para serem processados pela RNA nas camadas seguintes. O elemento central é 

conhecido como camada escondida, oculta ou intermediária, nomenclatura que varia entre 

alguns autores. É a camada responsável por realizar o primeiro processamento. A última coluna 

representa a camada de saída, cuja função é realizar o processamento final e apresentar o 

resultado ao meio externo. Assim como na camada de entrada, é obrigatório que exista um 

neurônio para cada saída da rede.  

A quantidade de camadas e neurônios está relacionado ao problema em que a rede será 

aplicada. Assim, a definição correta dessas informações é fundamental para a modelagem da 

arquitetura da RNA. Segundo Carvalho e Ludermir (2007), neurônios individuais são sistemas 

com capacidade computacional limitada. Entretanto, um conjunto de neurônios artificiais 

conectados na forma de uma rede é capaz de solucionar problemas complexos. O modo como 

as conexões podem estar arranjadas dá-se o nome de topologia e as RNAs podem ter dois tipos: 

feedforward e feedback. 

Na topologia feedforward, o fluxo de dados ocorre em apenas um sentido, partindo de 

um neurônio e podendo ir para qualquer neurônio de qualquer camada a frente. 

Uma variação da topologia feedforward é a estritamente feedforward, que também 

apresenta fluxo de dados em apenas um sentido, porém o neurônio de uma camada só pode 

estar conectado a qualquer neurônio da camada seguinte. Na topologia Feedback o fluxo de 

dados pode ocorrer em ambos os sentidos. As Figuras 2.24 a 2.26 mostram as topologias 

citadas: 

Figura 2.24: Topologia feedforward 

 

Fonte: de Almeida Neto (2003) 

 

Figuras 2.25: Topologia estritamente feedforward 

 

Fonte: de Almeida Neto (2003) 
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Figuras 2.26: Topologia feedback 

 

Fonte: de Almeida Neto (2003) 

 

2.7.2 Tipos de RNA 

 

Existem diversos tipos de RNAs, cada um com suas características e aplicações. A redes 

neurais MLP são um tipo de rede bastante usada para o desenvolvimento 

de atividades científicas, sendo esta rede a utilizada neste trabalho. É derivada da rede 

Perceptron de única camada e sua estrutura é composta de no mínimo três camadas, uma de 

entrada, uma intermediária e uma de saída.  

As quantidades de camadas escondidas e de neurônios na rede MLP não são 

calculadas e sim estimadas e ajustadas, baseado na experiência do projetista da 

rede. Entretanto, deve-se tomar cuidado, pois um número excessivo de camadas intermediárias 

pode comprometer a convergência global, haja vista que os algoritmos de treinamento 

utilizados se baseiam no cálculo do erro da rede para corrigir os pesos.  

A rede Radial Basis Function (RBF) tem uma estrutura semelhante à MLP, porém 

possui apenas uma camada intermediária. Ela recebe este nome por utilizar função de ativação 

de base radial na camada intermediária, um exemplo comum é a função gaussiana. Esse tipo de 

rede é utilizado como aproximador de funções e em problemas de classificação.  

A rede de Hopfield é um tipo de rede recorrente que possui organização 

auto associativa, onde todos os neurônios estão no mesmo nível e não existe divisão por 

camadas. Sua topologia possui características das topologias feedforward e feedback. Assim, é 

um tipo de rede muito utilizado em problemas que envolvem otimização.  

A rede de Kohonen é uma RNA de aprendizado não supervisionado. Ela faz parte de 

um grupo de algoritmos chamado Self Organizing Maps (SOM) que tem como função principal 

categorizar os padrões de entrada inseridos na rede. Por isso, esse tipo de rede é indicado para 

problemas de reconhecimento de padrão e classificação. 
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2.7.3 Aprendizado 

 

O aprendizado consiste em treinar a rede com um conjunto de amostras de pares de 

entrada e saída, fazendo com que ela seja capaz de reagir corretamente na sua saída quando um 

outro valor que não faz parte do treinamento for colocado na sua entrada. Dentro dessa 

abordagem, o aprendizado pode ser na forma supervisionada, não supervisionada e semi-

supervisionada (HAYKIN, 1999).   

No aprendizado supervisionado, um elemento externo verifica o quanto a rede está 

próxima de uma solução aceitável (erro), realizando alterações no treinamento dos pesos entre 

os neurônios, tentando alcançar a menor diferença entre as saídas desejadas. 

No aprendizado não supervisionado, inicialmente, as saídas da rede não são conhecidas, 

funcionando de modo a distinguir classes de padrões diferentes dos dados apresentados à rede, 

através de algoritmos de aprendizado baseados geralmente em conceitos de vizinhança e 

agrupamento. O ajuste da rede é feito de acordo com regularidades estatísticas dos dados de 

entrada, de tal forma que ela cria categorias, otimizando em relação aos parâmetros livres da 

rede uma medida da quantidade que é independente da tarefa a ser executada. 

O aprendizado semi-supervisionado teve seu desenvolvimento recente, por isso é menos 

comum. Seu principal uso é para o treinamento de classificadores quando uma grande 

quantidade de exemplos não rotulados está disponível junto a um pequeno conjunto de 

exemplos rotulados. Em outras palavras, o principal benefício deste tipo de aprendizado é o 

melhor aproveitamento da base de dados. 

Na implementação desses tipos de aprendizado, escolhe-se um algoritmo de 

treinamento, o qual dispõe das regras de ajuste dos pesos. Existem vários 

algoritmos disponíveis para cada tipo de RNA, porém novos modelos ou variações vêm sendo 

apresentados constantemente pela comunidade científica. Neste trabalho, será utilizado o 

algoritmo Backpropagation para o treinamento de redes MLP. 

O algoritmo Backpropagation ficou bastante conhecido a partir de 1986 e foi uma 

solução para o problema de treinamento de redes neurais de várias camadas. Pois 

até então, não existia nenhum algoritmo capaz de atualizar todos os pesos da rede baseado no 

erro de saída. Este algoritmo implementa o aprendizado do tipo supervisionado e seu principal 

objetivo é minimizar o erro quadrático médio de saída da RNA. Para tanto, ele utiliza o 

método do gradiente descendente. 

O funcionamento do BP ocorre em duas fases: forward e backward. Na primeira fase 

não há modificação dos valores dos pesos, os sinais de entrada propagam-se até a camada de 
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saída com o objetivo de calcular o erro da rede. Esta fase inicia com a alimentação dos 

neurônios da camada de entrada, que simplesmente recebe os padrões de entrada para 

processamento pela rede. O primeiro processamento de fato ocorre na primeira camada 

escondida. Por esse motivo, alguns autores não consideram a camada de entrada como uma 

camada de neurônios 
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3 Metodologia proposta  

 

Neste capítulo, aborda-se uma nova estratégia, baseada em técnicas de inteligência 

artificial, para estimação da pose de robôs. A problemática será discutida, com abordagem 

matemática, bem como a solução proposta e implementada em simulação. A metodologia 

adotada visa a melhorar as aplicações de uso de sensores de baixo custo quando empregados 

em robôs que realizam SLAM. 

 

3.1 Estratégia de ponderação das partículas 

 

Os grandes problemas do filtro de partículas são: o processo de distribuição das 

partículas, quantidade de partículas e, em especial, o processo de ponderação (peso) das 

partículas.  

A ponderação é um fator que deve ser considerado no filtro porque ela informa o nível 

de importância que determinada partícula possui dentro do processo de estimação da pose do 

robô. Buonocore et al (2017) propôs que a ponderação das partículas seja baseada em uma 

matemática simples, tendo como dados a distribuição das partículas e a medição do sensor. 

Nesse processo, os dados do sensor são as medidas brutas e, assim, foram usados como métodos 

de correspondência com os dados brutos adquiridos pelo sensor e mantidos pelas partículas. 

Inicialmente, o conjunto de partículas é gerada (distribuição das partículas) usando uma função 

gaussiana. No processo de correspondência, é verificado se as medidas brutas adquiridas no 

estado atual, obtidas pelo sensor, já estão armazenadas em cada uma das partículas geradas. Se 

tal condição for verdadeira, o peso das partículas aumenta. Caso contrário, o peso não é alterado 

e as medidas (que não foram verificadas) serão incluídas nas medidas brutas da avaliação da 

partícula. 

 Considere, por exemplo, que cada uma das partículas i = {1, ..., N} geradas em um 

estado específico s pode ser definida como: 

 

𝑝𝑖(𝑠) = { 𝛼𝑠, 𝜔𝑠, 𝛾𝑠} ∀𝑠 = {1, … , 𝑁}                                          (3.1) 

 

onde α corresponde ao vetor de pose definido por [𝑥1:𝑠   𝑦1:𝑠  𝜃1:𝑠]𝑇, ω é o vetor usado para 

armazenar as medidas brutas obtidas do ambiente e γ refere-se à grade de ocupação local (mapa 

métrico). O subíndice (1: s) do vetor de pose corresponde ao conjunto de medidas de todos os 

estados observados. 
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A função do processo de correspondência é verificar se existe uma medida bruta 

armazenada na partícula que possa ser considerada como válida em relação a medida sendo 

adquirida pelo sensor. A verificação dessas medidas (para cada partícula i) é feita baseada em 

uma processo simples com formulação descrita na Equação 3.2. Esse método emprega uma 

geometria de centros e círculos. O centros são definidos pelas medidas brutas e os círculos são 

definidos por um raio.  

 

𝜗𝑗  =  {

1 𝑠𝑒 𝑚(. )  ∈  𝑓(𝑐, 𝑟)

0 𝑠𝑒 𝑚(. )  ∉  𝑓(𝑐, 𝑟) 
                                                     (3.2) 

 

Na Equação 3.2, tem-se que j = 0,1,2, ..., Ne, sendo Ne o número total de elementos do 

vetor ω (Equação 3.1), m refere-se a função que verifica se a medida adquirida pelo sensor do 

robô encontra-se já no conjunto de dados brutos (centro c) da partícula em uma distância não 

maior que o raio (r), caso em que retorna o valor 1. Caso contrário, retorna o valor 0. O valor 

do raio é definido usando uma boa precisão das medidas do laser scanner (sensor do robô) e os 

dados do filtro. O valor de r pode ser escolhido para obter a melhor relação entre o tempo de 

processamento e a precisão dos contornos do mapa. 

Então, se ϑ = 1, a medida adquirida pelo sensor está dentro do círculo e a 

correspondência ocorre (match). Por outro lado, se ϑ = 0, a medida está fora do círculo e a 

correspondência não ocorre. Assim, as medidas que recebem ϑ = 0 são inseridas no vetor (ω) 

das medidas brutas da partícula avaliada. Consequentemente, o vetor (ω) cresce com o tempo 

de exploração e com o uso de pequenas valores de correspondência de raio. A quantidade de 

correspondência que ocorreu em uma partícula específica i pode ser calculada da seguinte 

maneira: 

 

ƞ𝑖 =  ∑ 𝜗𝑗

𝑁𝑒

𝑗=1

                                                                           (3.3) 

 

onde ƞ𝑖 representa a quantidade de correspondências que ocorreram na partícula i. Assim, o 

peso de cada partícula pode ser calculado através da relação entre as quantidades de 

correspondências ocorridas na partícula i e as quantidades totais de correspondências de todas 

as partículas do filtro, sendo esse processo definido pela seguinte equação: 
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𝑤𝑖 =  
ƞ𝑖

ƞ
                                                                               (3.4) 

 

Nesta equação, 𝑤𝑖 é o peso da partícula i, ƞ𝑖 é o número total de correspondências 

obtidas pelas partículas do filtro e ƞ é o número total de correspondência considerando-se todas 

as partículas. Após este processo de ponderação, o mapa de ocupação local das partículas é 

atualizado (SLAM) e, em seguida, as hipóteses promissoras (procedimento de 

reescalonamento) são usadas por um novo conjunto de partículas (que são geradas nos próximos 

estados). O método descrito acima é mais prático e computacionalmente mais simples quando 

comparado as equações do filtro de partícula explicadas no capítulo anterior.  

 

3.2 Problemáticas existentes na estratégia de ponderação das partículas 

 

A estratégia apresentada necessita que o raio do círculo seja adequado à distribuição das 

partículas, tendo os dados do sensor como sendo o centro do círculo, conforme explicado 

anteriormente. A escolha do raio fica condicionada a uma análise empírica, onde, após análise 

na simulação, adota-se um único valor de raio. Este método pode ser demonstrado na Figura 

3.1. 

 

Figura 3.1: Visualização do método de centros e raios 

 

Fonte: Autor 
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O raio de valor fixo consiste em usar um círculo único para todo processo de movimento 

do robô no ambiente, enquanto que um raio variável gera círculos diferenciados em função 

desses valores em cada processo. Considerando-se o uso de um raio fixo e se este for pequeno, 

irá produzir erros pequenos, já um raio grande irá aumentar estes erros. Em resumo, em cada 

processo, ocorreram medidas espalhadas, podendo ser muitas delas dentro ou fora do círculo, 

de acordo com o raio escolhido.  

As Figuras 3.2 e 3.3 demonstram as situações acima no processo do filtro para três 

momentos distintos na ação do robô no ambiente. Na primeira figura, tem-se a situação de um 

raio fixo com as medidas sendo distribuídas em três possibilidades, onde pode-se observar o 

problema da ocorrência de poucas medidas fazendo match. Na segunda figura, é demonstrado 

o raio sendo alterado a cada pose do robô, com intuito de obter o maior numero de match 

possível. 

Figura 3.2: Distribuição das medidas no círculo de raio fixo:  

(a): todas pertencentes; (b): a maioria pertencente; (c): maior dispersão  

 

Fonte: Autor 

 

Figura 3.3: Distribuição das medidas com raio variável 

 (a): raio pequeno; (b): raio médio; (c): raio grande 

 

Fonte: Autor 
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O uso de um único raio de valor pequeno eleva o tempo que o robô gasta para realizar 

o SLAM do ambiente. Essa lentidão ocorre porque as medidas que não pertencem ao círculo 

(não fizeram match) serão acrescentadas ao vetor 𝜔 (Equações 3.1 e 3.2), consequentemente 

cada partícula tem esse vetor de tamanho aumentado. Os tamanhos dos vetores, aliados à 

quantidade de partículas, tendem a gerar mais tempo de processamento computacional, 

tornando impraticável o uso de tal método em sistemas embarcados, onde capacidade de 

memória e processamento são baixos quando comparados aos computadores mais robustos. A 

Figura 3.4 mostra a relação de tempo médio de processamento de acordo com o raio escolhido 

em um dado ambiente no qual foi realizado SLAM. 

 

Figura 3.4: Tempo de exploração de um ambiente de acordo com o valor de raio adotado 

 

Fonte: Adaptado de Buonocore et al (2017) 

 

Conclui-se que um raio variável seria capaz de otimizar o tempo de processamento. Com 

este problema solucionado, a questão gira em torno de verificar se a variação dos raios não 

afetaria a estimação da pose, uma vez que cada partícula teria o vetor 𝜔 de tamanho elevado e 

diferente. Inclusive, este é o maior problema que deve ser solucionado, pois de nada adiantaria 

melhorar o tempo de processamento que o robô gera o mapa com informações erradas, pois 

apresentaria distorções no mapa, devido às associações de dados das medidas. Na Figura 3.5, 

tem-se um mapa completo de um ambiente que foi explorado por um robô, onde se percebe a 

problemática da associação de dados.  
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Figura 3.5: Exemplo de erro na associação de dados na geração de mapa de um ambiente 

 

Fonte: Bigheti (2011) 

 

Buonocore et al. (2017) mostraram em seu trabalho que buscaram encontrar um raio 

capaz de fornecer um erro pequeno na estimação da pose, conforme pode ser observado na 

Figura 3.6.  

Figura 3.6: Erros na pose para um dado raio escolhido 

(a) Erro na coordenada x; (b) Erro na coordenada y; (c) tempo de processamento de acordo com o raio 

 

Fonte: Adaptado de Buonocore et al. (2017) 

 

Com as informações das Figuras 3.4 e 3.6, pode-se concluir que: um raio grande melhora 

o tempo de processamento, mas aumenta o erro das poses; um raio pequeno diminui o erro na 

estimação, mas aumenta o tempo de execução. A escolha de um raio capaz de fornecer a pose 

do robô com o mínimo de erro (problema de minimização), ou seja, máximo de matches, em 

um tempo adequado, é um grande desafio. 
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3.3 Inteligência artificial na estratégia de ponderação das partículas 

 

Nota-se que diante dos problemas explicados nos parágrafos anteriores, torna-se 

impraticável o uso de método empírico, pois para encontrar o raio (método empírico) com 

menor erro, seria necessário um gasto de tempo na simulação por parte do projetista. Assim, o 

uso de técnica de inteligência artificial na escolha do raio mais adequado torna-se uma ótima 

estratégia. Neste trabalho, usou-se uma rede neural artificial do tipo MLP, com algoritmo de 

aprendizagem backpropagation, aprendizagem supervisionada, com 202 neurônios na camada 

de entrada, 20 neurônios na camada intermediária e um neurônio na camada de saída. A 

estratégia de aprendizado da rede neural artificial consiste em uma base de dados que contem a 

distribuição das partículas, medidas brutas do sensor e o raio ótimo, obtidos em cada estado do 

robô.  

Para resolver o problema descrito neste trabalho, a RNA deve ser capaz de fornecer o 

raio que minimize o erro na estimação da pose, feita pelo filtro de partículas, dado que ela 

possui como informações somente os dados brutos do sensor e a disposição das partículas.  O 

erro mínimo procurado é aquele que nas três informações, em conjunto, da pose seja o menor 

possível. Não significa que este erro seja o menor para cada informação, pois as três 

informações, quando analisadas separadamente, apresentam erros distintos de acordo com o 

raio aplicado em cada estado de exploração pelo robô no ambiente. Este problema pode ser 

definido através de uma função dada por: 

 

𝑟𝑠 = 𝑓(𝛼𝑖, 𝜔𝑖)  ∀(𝛼, 𝜔) ∈  𝑠   e i = {1, ..., N}                                        (3.5) 

 

onde 𝑟 representa o raio das medidas brutas mantidas nas partículas i com pose 𝛼 e dados do 

sensor 𝜔, ambos pertencentes ao espaço 𝑠 (ambiente de exploração). 

Na Figura 3.7, tem-se o esquema de obtenção do raio. O vetor de controle é responsável 

por fornecer o tipo de movimento a ser executado (angular ou linear) e o local de parada do 

robô. O robô executa o movimento ordenado, parando no ponto determinado. O filtro de 

partícula então é acionado, distribuindo as partículas por uma dada região em torno do robô. 

Em seguida, a RNA analisa os dados provenientes do filtro e do sensor e fornece o raio que 

minimize o erro na estimação da pose. Finalmente, com o raio fornecido, o filtro estima a 

localização do robô no ambiente.  
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Figura 3.7: Estratégia de obtenção do raio 

 
Fonte: Autor 

 

 

3.4 Materiais utilizados e métodos 

  

Para realizar a implementação da metodologia proposta neste trabalho, usaram-se 

ferramentas computacionais, pois uma implementação real demandaria muitos gastos na 

montagem e aquisição de componentes de hardware e dependeria de fontes financeiras. Os 

algoritmos do filtro de partículas, mapa de movimento do robô, ação de controle e geração de 

mapa foram feitos no Matlab. Trata-se de uma ferramenta computacional de grande 

interatividade e alta performance voltado para o cálculo numérico, permitindo realizar tarefas 

de análise numérica, cálculo com matrizes, processamento de sinais e construção de gráficos, 

reunidos em um ambiente de fácil utilização. 

Para a construção do ambiente, escolha do robô e do sensor, usou-se o V-REP (Virtual 

Robot Experimentation Platform). Trata-se de um software desenvolvido para a criação e 

simulação de robôs para diversas aplicações, tanto móveis quanto estáticos, de solo, aéreos ou 

aquáticos. Diversos modelos de robôs amplamente utilizados já estão disponíveis no V-REP, 

sendo também possível o desenvolvimento do seu próprio robô e os cenários para a simulação. 

O inconveniente é que esta ferramenta somente está disponível para sistemas operacionais 

Linux. Assim, computadores com sistemas operacionais Windows precisam ter instalados uma 

máquina virtual Linux.  

Para realizar a comunicação entre o Matlab, instalado no sistema operacional Windows, 

com o V-REP, usou-se o ROS (Robot Operating System). Este programa é um middleware que 

se hospeda em um sistema operacional, fornecendo bibliotecas e ferramentas para auxiliar o 

desenvolvimento de software e criação de aplicativos robóticos. Ele fornece abstração de 

hardware, drivers de dispositivos, bibliotecas, visualizadores, passagem de mensagens, 

https://pt.wikipedia.org/wiki/Performance
https://pt.wikipedia.org/wiki/C%C3%A1lculo_num%C3%A9rico
https://pt.wikipedia.org/wiki/Matriz_(matem%C3%A1tica)
https://pt.wikipedia.org/wiki/Processamento_de_sinal
https://pt.wikipedia.org/wiki/Gr%C3%A1fico
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gerenciamento de pacotes e muito mais. O ROS é completamente open source e livre para uso, 

customização e comercialização. A Figura 3.8 resume o processo de simulação. 

 

Figura 3.8: Sistema de simulação com Matlab e V-REP  

 
Fonte: Autor 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



61 
 

4 Experimentos e resultados  

 

Com objetivo de testar a metodologia proposta, foram realizados vários experimentos 

em ambiente de simulação. Os experimentos iniciais foram realizados usando a plataforma de 

simulação V-REP, instalada em uma máquina virtual com sistema operacional Linux, para 

criação do ambiente de exploração e inserção do robô. O sistema de inteligência e controle do 

robô, processamento de dados e geração de mapa foram feitos no Matlab, instalado no ambiente 

Windows. O robô desloca-se de acordo com os dados ordenados pelo vetor de controle, onde 

sua velocidade de movimento linear e angular são também controladas. O robô é dotado de um 

sensor laser scanner usado no processo de SLAM. 

No vetor de controle, é informado ao robô se ele deve mover-se linearmente, no eixo x 

ou no eixo y, ou realizar movimento angular. A cada movimento realizado, em pontos 

específicos, é feito a leitura do sensor. 

Na Figura 4.1, tem-se a imagem do ambiente de exploração construindo no V-REP. O 

robô parte de um ponto especifico, ou seja, a pose é conhecida. Trata-se de uma aplicação com 

exploração não autônoma, pois cada movimento que o robô fará é determinado por uma matriz 

de movimento (vetor de controle). A grande questão deste processo consiste em verificar se a 

pose desejada de parada do robô coincide com a sua pose no mapa.  

 

Figura 4.1: Ambiente a ser explorado pelo robô na simulação 

 

Fonte: Nojosa (2016) 
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Estimar a pose do robô que realiza SLAM no ambiente é um processo complexo, haja 

vista a matemática envolvida, além do erro nas informações provenientes dos sensores. Por 

isso, neste trabalho, usaram-se técnicas de inteligência artificial auxiliando métodos 

probabilísticos na estimação da localização. Conforme explicado anteriormente, a RNA deve 

ser capaz de fornecer os raios para o filtro de partículas realizar a ponderação das N partículas.  

Desta forma, a RNA deve passar por um processo de aprendizagem para saber definir o 

tamanho adequado para os raios do filtro de partículas. Neste ponto, foram realizados diversos 

treinamentos com diferentes configurações da RNA, por exemplo, dados de entrada, função de 

ativação, taxa de aprendizado, quantidade de neurônios na camada escondida e uso de bias 

foram os principais elementos modificados nos diferentes treinamentos. 

Por exemplo, na Figura 4.2, tem-se o erro quadrático médio da rede neural com as 

seguintes configurações: 202 neurônios na camada de entrada, 20 neurônios na camada 

escondida, um neurônio na camada de saída, função de ativação tangente hiperbólica na cada 

escondida, função linear com k=1na camada de saída e sem uso de bias. O treinamento consistiu 

de 500 épocas, tendo uma taxa de aprendizado 0,01.  

Esta configuração apresentou os melhores resultados na estimação dos raios do filtro de 

partículas. Outras configurações foram também adequadas, porém com resultados inferiores, 

enquanto que algumas não tiveram bons resultados. Na melhor configuração, o tempo de 

treinamento levou aproximadamente 12 minutos. 

 

Figura 4.2: Erro quadrático médio da RNA 

 

Fonte: Autor 
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Com o uso da configuração da rede acima, o resultado obtido na geração do mapa pode 

ser visto na Figura 4.3. Nesta figura, são fornecidas informações sobre o formato do ambiente 

e obstáculos existentes. Para o desenvolvimento do mapa métrico, foi utilizado grid de 200x200, 

células de 5x5 cm e área de 10 x 10 m2. Essas configurações são importantes porque definem o 

formato e escala do mapa gerado. 

    

 

Figura 4.3: Mapa gerado pelo algoritmo

 
Fonte: Autor 

 

 

Na Figura 4.4, têm-se os raios fornecidos pela rede para cada pose do robô. Um fato 

interessante ocorre quando o robô realiza movimento angular. Neste tipo de movimento, a rede 

fornece raios pequenos e constante. Isso ocorre devido as coordenadas x e y do robô não 

sofrerem grandes alterações em seus valores durante o movimento angular e, dessa forma, a 

maioria das medidas adquiridas na varredura do laser deverão estar contidas nas medidas brutas 

armazenadas pelas partículas. Assim, uma quantidade menor de medidas seria necessária para 

estimar a pose. Quando o robô realiza movimento linear, ocorre um aumento de medidas brutas 

no vetor de correspondência das partículas na medida em que ele explora lugares ainda 

desconhecidos. 
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A dinâmica no raio ocorre devido as medidas que não fizeram match serem inseridas no 

vetor de correspondência. Assim, na próxima pose do robô, a RNA fornece um raio que consiga 

diminuir o erro na estimação da pose e, consequentemente, consiga obter maior número de 

match, fazendo com que o vetor de correspondência não aumente. 

 

Figura 4.4: Matching fornecidos pela rede para cada pose do robô 

 

Fonte: autor 

 

 

Nas Figuras 4.5, 4.6 e 4.7, têm-se os erros em (x, y, θ) para cada pose. As diferenças dos 

erros nas posições são maiores em movimento linear, devido à distribuição das partículas e ao 

raio adotado não ser capaz de fornecer um baixo erro no eixo x e no eixo y, simultaneamente.  

O erro obtido na coordenada x não é o mesmo obtido na coordenada y, pois durante o 

desenvolvimento da metodologia proposta neste trabalho, verificou-se que a escolha de um raio 

que fornecesse um erro mínimo em umas das coordenadas não necessariamente ocorreria a 

mesma situação na outra coordenada. Diante disso, foi desenvolvida a estratégia de obtenção 

do raio que conseguisse fornecer um erro pequeno em ambos os eixos (raio ótimo).   

Observa-se nas Figuras 4.5 e 4.6 que, no início do processo de exploração do robô no 

ambiente, não há erros nas coordenadas x e y, uma vez que o robô está realizando apenas 
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movimento angular. Após isso, o robô realiza movimento linear, consequentemente as médias 

brutas do movimento angular, que não fizeram match, irão influenciar na estimação da pose e 

no erro nas coordenadas x e y. 

 

 
Figura 4.5: Erros na coordenada x em cada pose do robô  

 

Fonte: autor 

 

Figura 4.6: Erros na coordenada y em cada pose do robô  

 

Fonte: autor 
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Figura 4.7: Erros na coordenada angular θ em cada pose do robô 

 

Fonte: autor 

 

A fim de verificar a eficiência do método proposto neste trabalho, foram aplicados raios 

fixos de 0.1, 0.5, 1, 1.5 e 2 cm no processo de exploração do ambiente. Em seguida, esses 

valores foram comparados ao raio ótimo fornecido pela RNA. A Tabela 1 apresenta o erro 

quadrático médio de acordo com o raio escolhido. Observou-se que o raio fornecido pela RNA 

apresentou os menores erros nas três grandezas da pose do robô, quando comparado aos outros 

valores de raios. 

 

Tabela 1: Erro quadrático médio das poses de acordo com o raio 

Medidas 
Erro quadrático médio  

raio (RNA) 0.1 cm 0.5 cm 1 cm 1.5 cm 2 cm 

Coordenada x 0.4981    10.3626     3.4049     0.6530     0.6561     0.6170 

Coordenada y 0.2641     7.9821     0.4478     0.3075     0.1543     0.2608 

Ângulo teta 0.6373     0.6530     0.6411     0.6411     0.6411     0.6373 

Fonte: Autor 

Percebe-se pela tabela acima que, para a coordenada x, o erro quadrático médio 

apresentado pela solução via RNA diminuiu aproximadamente 19,27% do melhor caso com 
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raio fixo (2 cm). Na coordenada y, observa-se que houve um aumento de aproximadamente 

71,16% no erro quadrático medido apresentado pela solução via RNA quando comparada ao 

melhor caso (raio fixo de 1,5 cm). Diante dos resultados obtidos, observa-se que a metodologia 

desenvolvida neste trabalho apresentou melhor desempenho em relação ao método de uso de 

raio fixo. 
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5 Conclusão  

 

Uma melhoria no sistema para navegação de robôs móveis usando o algoritmo 

probabilístico para o mapeamento e localização simultâneos do robô foi proposto, 

simulado e avaliado neste trabalho. Para simulação de navegação, utilizou-se a integração do 

filtro de partículas com um sensor laser scanner. No experimento de coleta dos dados das 

medidas do ambiente, a principal dificuldade constatada foi lidar com alta taxa de erro em cada 

parada do robô, sendo realizados cansativos ajustes nas velocidades angulares e lineares. Este 

problema ocorre devido a limitação do processador e baixa taxa de fps (quadro por segundo, 

em inglês), na comunicação entre o Matlab e o V-REP. Uma solução possível seria fazer uso 

do método odométrico para realizar este ajuste. No teste de comparação entre os dados do vetor 

de controle fornecido ao robô e os dados no V-REP os resultados mostraram um desempenho 

satisfatório. 

Há um crescente uso de robôs móveis em aplicações específicas de monitoramento, 

inspeção e para auxilio humano nas tarefas que exigem precisão ou que são difíceis de serem 

executadas. Diante disso, cada vez mais torna-se necessário o emprego de sensores de baixo 

custo em tais robôs. Então, este projeto vem ao encontro com uma necessidade emergente da 

sociedade, onde robôs móveis, autônomos e não-autônomos dotados de sensores (o tipo 

depende da aplicação do robô), estão sendo cada vez mais solicitados para diversas aplicações. 

Nesse contexto, a metodologia proposta busca atender esta demanda, incorporando inovações 

tecnológicas no desenvolvimento do hardware e do software de um robô que, simultaneamente, 

navega, mapeia e localiza-se em um ambiente. A metodologia proposta foi desenvolvida com 

o emprego de um computador do tipo notebook com processador Core i7 7ª geração de dois 

núcleos e memória de 16 GB. A configuração do computador é um item importante, pois os 

resultados da metodologia proposta neste trabalho são mais rapidamente obtidos considerando-

se aspectos de desempenho, comunicação e memória do computador. 

Neste trabalho, apresentou-se uma nova metodologia que tem como principal 

contribuição obter a pose de um robô que realiza medições do ambiente e navega usando um 

sensor de baixo custo e que apresenta ruído na sua medição.  

Outra contribuição é a integração de técnicas de inteligência artificial e métodos 

probabilísticos para solucionar problemas de SLAM, criando novas possibilidades de que outras 

técnicas possam ser utilizadas neste processo, podendo ser aplicado a outros tipos de sensores.  

A fim de analisar a metodologia desenvolvida neste trabalho, foram realizadas 
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comparações com diferentes valores de raios fixos. Nestas comparações, observou-se que o 

método proposto apresentou bons resultados de desempenho. 

 

As sugestões de trabalhos futuros incluem: 

 

• Inserção de duas fontes sensoriais no processo de obtenção dos dados brutos e assim, 

verificar possíveis melhorias na estimação da pose com o método proposto neste 

trabalho. 

 

• Realizar o mapeamento com múltiplos robôs, a fim de verificar possíveis melhorias 

(tempo, qualidade, etc.) na criação do mapa do ambiente quando comparado ao 

processo feito por um único robô.  

 

• Analisar outro modelo de rede neural na integração com o filtro probabilístico que 

consiga fornecer melhores resultados na estimação da pose do robô, levando em 

consideração o tempo de exploração e de processamento. 
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