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RESUMO

A Gestdo de Relacionamento com o Cliente (CRM) tem sido um importante aliado para empresas
dispostas a melhorar suas experi€ncias com o cliente. Ultimamente, o Aprendizado de Maquina
(AM) e seus algoritmos vém transformando a forma como as empresas interagem com seus
clientes por meio da andlise de dados. Esta dissertac@o revisa a literatura sobre a aplicagcao de
algoritmos de AM para melhorar processos de CRM e fornece uma visdo geral de algoritmos
usadas e sua aplicag¢do a cada dimensao e elemento de CRM. Além disso, as implicacdes praticas
sdo analisadas com base nos recentes desenvolvimentos de ferramentas de CRM no campo de
AM. Esta dissertagdo fornece insights para estudos futuros, bem como para ferramentas de CRM

que desejam melhorar seus servigos analiticos e automatizados.

Palavras Chave: Aprendizado de Maquina, CRM, Sistemas de Informacao.



ABSTRACT

Current Customer Relationship Management (CRM) has been an important ally to companies
willing to improve their customer experiences. Lately, Machine Learning (ML) and its algorithms
have been transforming the way companies interact with their customers through data analysis.
This dissertation reviews the literature on the application of ML algorithm to improve CRM
processes and provides an overview of used techniques and their application to each CRM
dimension and element. In addition, the practical implications are analyzed based on recent
developments of CRM tools in the field of ML. This dissertation delivers insights for future

studies as well as for CRM tools willing to improve their analytical and automated services.

Keywords: Machine Learning, CRM, Information Systems.
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1 INTRODUCAO

As empresas estdo constantemente em busca de meios para diferenciar suas marcas,
produtos e servigos. Criar uma experiéncia melhor e eficaz para o cliente ao longo de toda a
cadeia de valor de uma forma rentdvel € um dos principais desafios para as empresas hoje em dia
(LEMON; VERHOETF, 2016; DELOITTE, 2016).

Ao projetar estratégias baseadas em dados para criar uma experiéncia tnica do cliente,
as empresas confilam nos conceitos do campo de Customer Relationship Management (CRM).
O CRM '"utiliza a tecnologia como um facilitador para capturar, analisar e disseminar dados
atuais e futuros dos clientes para identificar as necessidades dos clientes com mais precisao
e desenvolver relacionamentos perspicazes"(BULL, 2003). Isso implica no alinhamento e na
integracao de objetivos estratégicos com processos de negdcios apropriados e Tecnologia da
Informagao e Comunicacdo (TIC) (PAYNE; FROW, 2005). A base do CRM ¢ a necessidade de
amplo conhecimento sobre os clientes e a capacidade de enriquecer e utilizar esse conhecimento

em processos operacionais e analiticos.

Conceitos como Inteligéncia Artificial (IA), Inteligéncia Computacional (IC), Apren-
dizado de Maquina (AM) e Mineracdo de Dados (MD) trouxeram ao mercado algoritmos e
técnicas para processar e utilizar dados. IA € uma ciéncia multidisciplinar com uma ampla varie-
dade de sub-campos que procura desenvolver e aplicar técnicas computacionais que simulam o
comportamento humano em atividades especificas (RUSSELL; NORVIG, 2016). IC, no entanto,
tem como objetivo usar a computagdo de aprendizado, adaptativa ou evoluciondria para criar
softwares que, em certo sentido, sdo inteligentes (BEGG; PALANISWAMI, 2006).

Com a IA como aliada, é possivel melhorar vérios processos de CRM, como: estratégias

de vendas, satisfac@o do cliente, comunica¢cdo empresa-cliente, atracdo de novos clientes, etc.

Estudos anunciam o AM como uma questao fundamental para negdcios futuros (IDOINE
et al., 2018; COURT, 2015). No entanto, enquanto alguns estudos investigam o papel da MD
no CRM, a literatura carece de informacdes sobre o estado da arte da pesquisa em relagdo aos
campos de aplicagdo e beneficios do AM para o CRM. Esta dissertacdo analisa a literatura atual
para identificar as técnicas e aplicacdes de AM aplicadas a processos de CRM e discute as
implicacOes praticas dessas aplicagdes em ferramentas de CRM. Destina-se a identificar lacunas

de pesquisa e melhorar as ferramentas existentes com base no cendrio atual.

1.1 Objetivos

1.1.1 Objetivo Geral

O objetivo desta revisao sistemdtica € identificar lacunas de pesquisa em aplicagcdes de

AM aplicadas em processos de CRM. Para assim, discutir as implicacdes préticas das aplicacdes
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de AM em ferramentas de CRM.

Este estudo teve como objetivo realizar uma revisao sistematica da literatura de aplica¢des

de aprendizado de maquina em dreas do CRM.

1.1.2  Objetivos Especificos

1. Realizar uma andlise quantitativa e qualitativa da aplicac@o de algoritmos de aprendizado

de maquina nos processos de CRM.

2. Analisar quais algoritmos de AM estdo sendo usados, no contexto do CRM.

Com a realizacdo deste trabalho, busca-se oferecer aos pesquisadores e profissionais
da area de CRM, beneficios para seus trabalhos futuros. Trata-se de um trabalho de pesquisa
interdisciplinar com o objetivo de contribuir com a area de CRM por meio de uma visao ampla

das aplicacdes de algoritmos de Inteligéncia Artificial e Aprendizado de Mdaquina.

1.2 Contribuicao do Trabalho

A principal contribui¢do deste trabalho é de informar a atual situagdo da pesquisa na drea

de CRM com relagdo a aplicacdes que envolvem aprendizado de maquina.

Com uma abordagem sobre as dreas de CRM e os algoritmos de aprendizado de maquina,
serdo detalhados quais dimensdes do CRM estdao sendo mais exploradas, quais algoritmos estdo
sendo mais utilizados, quais sdo os software de CRM que ja fornecem servigos que utilizam

aprendizado de maquina.

O trabalho foi desenvolvido de forma a apoiar tanto a academia quanto o ambiente
corporativo, apresentando informagdes sobre aplicacdes ja existentes, comparativos sobre quais

problemas sdo mais abordados e quais dreas necessitam serem abordadas.

1.3 Estrutura do Trabalho

Esta dissertacdo esta estruturada da seguinte forma:

Capitulo 2 - Fundamentagdo Tedrica: Apresenta os principais conceitos relacionados a
CRM, inteligéncia artificial, inteligéncia computacional, descoberta do conhecimento e aprendi-

zado de miquina;

Capitulo 3 - Metodologia: Apresenta o método da Revisdo Sistematica da Literatura.
Detalha o protocolo da RSL, descrevendo os procedimentos para a busca, sele¢do e andlise dos

estudos;
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Capitulo 4 - Conduc¢do da Revisao Sistemética da Literatura: Expde o resultado de cada
etapa da RSL, assim sdo apresentados dados que vao servir de base para responder as perguntas

de pesquisa.

Capitulo 5 - Anélise e Discussdo dos Resultados: Apresenta o resultado da RSL por

completo e comenta as questdes de pesquisa.

Capitulo 6 - Conclusdes: Exibe as contribuicdes e limitagdes da pesquisa e recomenda-

¢Oes para trabalhos futuros.
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2 FUNDAMENTACAO TEORICA

Este capitulo apresenta conceitos basicos envolvidos na realizagcdo deste trabalho, in-
cluindo: CRM, inteligéncia artificial, inteligéncia computacional, mineracao de dados e aprendi-

zado de mdquina.

2.1 Customer Relationship Management

Nos primeiros estdgios do comércio, os clientes eram conhecidos, por isso as pessoas de
vendas sabiam o que os clientes preferiam e quem pagava. e quem geralmente pagava a tempo.
No entanto, quando as empresas cresceram, as informagdes sobre clientes individuais foram
perdidas entre as massas. Para lidar com as bases de clientes sempre em expansao, grupos de
clientes ou marketing segmentado foram criados, onde os clientes sd@o colocados em slots que
melhor se encaixam em seus desejos. Usando esses slots ou grupos de clientes, a maioria dos
requisitos e expectativas poderia ser atendida, mas ha comprometimento em muitos desejos, ja

que os servicos sao adaptados a grupos, ndo a individuos (BOSE, 2002).

Para lidar com esse problema, o termo "Relationship Management" comegou a surgir por
volta de 1980. A ideia era trabalhar mais o relacionamentos diretos com os clientes. As empresas
perceberam que isso permitia que elas aprendessem mais e se adaptassem melhor a seus clientes,
além de criar valor adicional para seus clientes e para eles mesmos (BERFENFELDT, 2010).
Contudo, a empolgacdo com o marketing de relacionamento logo desapareceu mais uma vez, ja
que estava se mostrando dificil conseguir bons resultados a curto prazo com ele. E as estratégias e
sistemas usados para tentar manter esses bancos de dados de clientes também se mostraram muito
caros e tediosos para manter (PEELEN, 2005; XU et al., 2002). Em vdrias empresas isso pode
ter sido o fim do Gerenciamento de Relacionamento, mas com a introduc@o de Tecnologias de
Informacdo mais avangadas, ele voltou com um novo nome, Customer Relationship Management
(PEELEN, 2005).

Payne e Frow (2005) sumarizaram a literatura de CRM com o propdsito de ter uma
definicao mais concisa, e assim o definiram como:

O CRM ¢ uma abordagem estratégica que se preocupa em criar valor para o
acionista aprimorado por meio do desenvolvimento de relacionamentos apropri-
ados com os principais clientes e segmentos de clientes. O CRM une o potencial
das estratégias de marketing de relacionamento e TI para criar relacionamentos
rentaveis e de longo prazo com os clientes e outras partes interessadas. O CRM
oferece melhores oportunidades para usar dados e informagdes para entender
os clientes e criar valor com eles. Isso requer uma integracdo interfuncional de
processos, pessoas, operagdes e recursos de marketing que € ativada por meio
de informacdes, tecnologia, e aplicacdes (PAYNE; FROW, 2005).
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2.1.1 Tipos de CRM

Assim como o conceito, diferentes autores defendem diferentes classificacdes para
o CRM. Para Payne e Frow (2005), Peppers e Rogers (2000), Khodakarami e Chan (2014),
Greenberg (2001) existem trés tipos: operacional, colaborativo e analitico. A Figura 1 ilustra a

composi¢ao dos tipos.

Figura 1 - Tipos de CRM.

CRM Operacional CRM Analitico

- > - 2 I e
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CRM Colaborativo
Fonte: (PEPPERS; ROGERS, 2000).
CRM Operacional

Conforme Peppers e Rogers (2000), o CRM operacional refere-se ao componente que
ajuda a melhorar a eficiéncia das operacdes didrias dos clientes. E a drea que estd relacionada
com a automatizagdo de processos de negdcios que envolvem pontos de contato com o cliente.
Incluindo automatizacdo de vendas, de marketing e atendimento ao cliente. Portanto € para suprir
o setor de atendimento como, por exemplo, os Call Centers (PAYNE; FROW, 2005).

Para garantir o sucesso do CRM operacional, as empresas devem se concentrar nos
requisitos dos clientes e os funciondrios devem ter as habilidades certas para satisfazé-los. A
saida das solucdes operacionais de CRM geralmente € apenas um nivel de resumo, mostrando

quais atividades ocorreram, mas nao explicando suas causas ou impacto (REYNOLDS, 2002).
CRM Analitico

De acordo com Greenberg (2001), o CRM analitico sdo procedimentos que envolvem a
captagdo, 0 armazenamento, 0 acesso, 0 processamento e a transmissao dos dados, nas interacoes

entre a empresa e seus clientes.

E para (SWIFT, 2001 apud OLIVEIRA et al., 2012), o CRM analitico é categorizado
em quatro dimensdes: (i) Identificacao do Cliente (Customer Identification), (ii) Atragdo do
Cliente (Customer Attraction), (iii) Retencdo do Cliente (Customer Retention) e (iv) Desenvol-

vimento do Cliente (Customer Development). Essas quatro dimensdes podem ser vistas como
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um ciclo fechado do sistema de gestdo de clientes (AU; CHAN; YAO, 2003; KRACKLAUER;
MILLS; SEIFERT, 2004; LING; YEN, 2001). A Figura 2 ilustra as dimensdes e seus respectivos

elementos.

Figura 2 — Dimensoes e Elementos do CRM Analitico.

Analise de Publico-Alvo

Identificacdo do
Cliente

Segmentacg@o de
Mercado

Atragao do Cliente Marketing Direto
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Q
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=
RS
=
g
<
@)

Monitoramento de
Reclamacgao

Ciclo de Vida do Cliente

Desenvolvimento do

Cliente Up/cross-selling

Analise de Afinidade

Fonte: Elaborado pela Autora.

As quatro dimensdes sdo descritas a seguir:

i. Identificacdo do cliente: a identificacao do cliente inclui principalmente segmentagdo de
clientes (customer segmentation) e andlise de clientes-alvo (target customer analysis).
A segmentacdo de clientes implica a subdivisd@o do conjunto de todos os clientes em
segmentos menores, incluindo clientes com caracteristicas semelhantes. A andlise de
clientes-alvo envolve a defini¢do dos segmentos mais atraentes para a empresa, com

base nas caracteristicas dos clientes. A sele¢do dos grupos-alvo requer a coleta de dados
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11.

iii.

1v.

quantitativos e qualitativos sobre esses grupos (WOO; BAE; PARK, 2005 apud OLIVEIRA
et al., 2012).

Atracdo do cliente: esta etapa segue a identificagdo dos clientes. Tendo identificado
os grupos-alvo, as empresas concentram esforcos e alocam recursos para atrair esses
segmentos. Vantagens competitivas, como prego e outras caracteristicas de diferenciacao,
podem ser impulsionadores da atracio dos clientes. Outro driver de atracio do cliente € o
marketing direto (direct marketing). Esse € um elemento do mix de marketing da empresa
que motiva os clientes a fazer um pedido imediatamente. Por exemplo, mala direta ou
distribui¢do de cupons sdo exemplos tipicos de marketing direto. A atracdo do cliente
envolve o uso de um método apropriado de comunicagdo e a eliminagdo de qualquer tipo
de esfor¢o desperdicado (CHEUNG et al., 2003; LIAO; CHEN, 2004; HE et al., 2005;
PRINZIE; POEL, 2005; KRACKLAUER; MILLS; SEIFERT, 2004; OLIVEIRA et al.,
2012).

Retencdo do cliente: essa dimensao € uma das principais preocupacdes do CRM. a satis-
facao do cliente € a principal questdo relacionada a retencdo de clientes. A satisfacdo do
cliente pode ser definida como a comparacao das expectativas dos clientes (resultantes do
padrdo pessoal, imagem da empresa, conhecimento de alternativas, etc.) com as percepcoes
(resultantes da experiéncia real, impressdo subjetiva do desempenho do produto, adequacao
do produto ou servigo, etc). A percep¢ao do cliente sobre o valor oferecido pela empresa
leva a retengdo sustentada de clientes. Além disso, uma experi€éncia de compra de alta
qualidade leva a um sentimento emocional positivo, que permite a empresa alcangar a
lealdade do cliente desejada. Os elementos dessa dimensao de CRM incluem: marketing
personalizado (marketing one-to-one), programas de fidelidade e bonus (loyalt program)
e gerenciamento de reclamacdes (complaint management). O marketing personalizado
envolve campanhas de marketing personalizadas com suporte na andlise, detecc@o e pre-
visdo de mudancas no comportamento do cliente. Os programas de fidelidade e bonus
envolvem campanhas ou atividades de apoio que visam manter um relacionamento de
longo prazo com os clientes. Exemplos de programas de fidelidade incluem pontuagao
de crédito, qualidade de servigo ou satisfacao e andlise de churn, ou seja, andlise se um
cliente provavelmente saird para um concorrente (KRACKLAUER; MILLS; SEIFERT,
2004; JIANG; TUZHILIN, 2006; NGAI; XIU; CHAU, 2009; OLIVEIRA et al., 2012).

Desenvolvimento do cliente: o foco principal dessa dimensdo é aumentar intensidade da
transacdo, valor da transacdo e lucratividade individual do cliente. Os principais elementos
do desenvolvimento do cliente sdo a analise do valor da vida 1til do cliente (customer
lifetime cycle) e o up/cross-selling. O valor da vida ttil do cliente € a receita liquida
total que uma empresa pode esperar de um cliente. Up/cross selling sao as atividades
promocionais que visam aumentar o nimero de servicos ou produtos associados ou

intimamente relacionados que um cliente usa em uma empresa. O design de tais atividades
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promocionais € geralmente suportado pela andlise de afinidade (market basket analysis),
que permite identificar os padrdes subjacentes ao comportamento do cliente (DREW et
al., 2001; AGGARWAL; PROCOPIUC; YU, 2002; GIRAUD-CARRIER; POVEL, 2003;
KUBAT et al., 2003; OLIVEIRA et al., 2012).

CRM Colaborativo

O CRM colaborativo pode ser visto como um centro de comunicacao que fornece a
conexdo entre as empresas e seus clientes, fornecedores e parceiros de negdcios. De fato, per-
mite que clientes, funciondrios, vendedores e parceiros acessem, distribuam e compartilhem
dados.Publicacdes personalizadas, e-mail, comunidades, conferéncias e centros de intera¢ao
com relacionamento via web sdo exemplos de servicos colaborativos. Esses servicos tornam o
trabalho em equipe mais fécil e produtivo, permitindo que as empresas aprimorem 0S processos
e, consequentemente, melhorem a satisfacdo dos clientes. Sendo assim, o CRM de desenvol-
vimento € usado para estabelecer o valor vitalicio dos clientes além da transag¢do, criando um
relacionamento de parceria (GREENBERG, 2001 apud OLIVEIRA et al., 2012).

2.2 Inteligéncia Artifical

A Inteligéncia Artificial tenta entender e construir entidades inteligentes que pensam e
agem racionalmente como seres humanos para resolver problemas ou tomar decisdes (STUART;
PETER et al., 2003). De acordo com Zuylen (2012), IA também significa sistemas de computador
que demonstram sistema de vida complexos, como comportamentos. Por exemplo, eles poderiam

imitar o enxame de insetos, a colonia de formigas, a microbiologia ou um sistema neural.

As aplicacOes de IA abrangem vérios dominios, incluindo controle autdbnomo, robética,
compreensdo de linguagem e visdo computacional. As aplicacdes podem ser encontradas em
varios campos, como economia, manufatura, engenharia e medicina (ZUYLEN, 2012). A Figura

3 ilustra os dominios de conhecimento que compdem a inteligéncia artificial.

Segundo Sadek (2007), os métodos de IA incluem duas categorias principais - [A
simbdlica e inteligéncia computacional. IA simbdlica se concentra no desenvolvimento de
sistemas baseados em conhecimento capazes de tomar decisdes em um dominio particular,
utilizando o conhecimento de um especialista humano. Inteligéncia Computacional (IC) consiste
em métodos como sistema fuzzy, rede neural e computagdo evolutiva. A diferenca entre a IC e a
IA simbdlica € que a saida é gerada sem o uso da base de conhecimento, como regras, quadros

Ou Casos.

Os fatores mais influentes no surgimento da IA agora sdo capacidade e poténcia de
computagdo, dados e algoritmos. O poder e a capacidade dos processadores aumentaram signifi-

cativamente. Atualmente, hd uma enorme quantidade de dados disponiveis sobre o clima, midias

' Disponivel em: https://www.callaghaninnovation.govt.nz/blog/ai-demystified
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Figura 3 - Infografico de Inteligéncia Artificial.
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sociais e ciéncias médicas, e as maquinas finalmente podem explorar esses dados. Ao mesmo
tempo, os custos de armazenamento para gerenciamento de dados cairam e o desenvolvimento
com armazenamento de dados levou a uma maneira mais rdpida de analisar grandes quantidades
de dados (POTTALA et al., 2018 apud VAHAKAINU; NEITTAANMAKI, 2018).

2.3 Inteligéncia Computacional

Apesar de ser muito difundida, a Inteligéncia Computacional ndo tem uma defini¢do
comumente aceita. Entretanto, existem algumas defini¢des. Conforme o IEEE (2008), a IC € um
ramo do estudo da IA. A comunidade internacional de lideres profissionais e pesquisadores em
inteligéncia computacional “IEEE Computational Intelligence Society” sinala que a inteligéncia
computacional visa o uso de aprendizado, adaptativo ou de computacdo evolutiva para criar

software que €, em algum sentido, inteligente.

Outra defini¢do € dada por Pérez (2010), onde afirma que a IC é um sistema de métodos
e infraestruturas que melhoram a inteligéncia humana, aprendendo e descobrindo novos padrdes
em ambientes dindmicos para resolver problemas préticos, sendo uma ferramenta colaborativa

com o ser humano, conduzindo a melhorar a inteligéncia humana.

A partir das defini¢des de IC, Rezende (2003), declara que as pesquisas em inteligéncia

computacional tem por objetivo, capacitar o computador a executar fungdes que sao empenhadas
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pelo ser humano usando o conhecimento e o raciocinio.

A IC considera uma colecao de paradigmas computacionais com inspiracao bioldgica e
linguistica, em que a teoria, o modelo, a implementacdo e o desenvolvimento de redes neurais
(incluindo também maquinas de vetores de suporte, por semelhanga), algoritmos evolutivos,
sistemas baseados em légica fuzzy e sistemas inteligentes hibridos (MAITA, 2016 apud ONG;
LIM; CHEN, 2010).

2.4 Descoberta do Conhecimento

A informacdo € o ativo mais importante para os negdcios das organizacdes, tornando-se
algo essencial para ganho de competitividade entre as empresas de pequeno, médio e grande porte.
As estratégias assumidas para tal ganho devem basear-se em informacdes concretas, visando uma
minimizacdo na ocorréncia de erros para a tomada de decisdes por parte dos gestores (DANTAS
et al., 2008).

O grande problema se apresenta na dificuldade de converter os dados, que essas organi-
zagdes obtem, em informacao ttil. Em meio deste problema surgiu um processo chamado de

Descoberta do Conhecimento em Banco de Dados (Knowledge Discovery in Databases - KDD).

Processos KDD visam disponibilizar e integrar todos os recursos necessarios para as
atividades de transformacdo de dados brutos em conhecimento ttil, e funcionalidades para
localizagdo, carga, preparacdo dos dados e ferramentas para a execugdo de andlises (VALENTIN,
2006).

De acordo com Fayyad et al. (1996), as etapas do processo sdo: sele¢@o, pré-processamento
e limpeza, transformacao, mineracao de dados (data mining) e interpretacdo/avaliagdo. Como se
pode ver, o processo compreende, na verdade, todo o ciclo que o dado percorre até resultar em

conhecimento (ver Figura 4).

Figura 4 - Ciclo do Processo KDD.
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Fonte: Adaptado de (PEPPERS; ROGERS, 2000).

Fayyad et al. (1996), define o processo como ndo trivial, de extracdo de informacdes

implicitas, previamente desconhecidas e potencialmente uteis, a partir dos dados armazenados
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em um banco de dados; interativo, sendo assim o usudrio pode interferir no curso das atividades;

iterativo, onde o resultado de cada uma é dependente dos resultados das que a precedem.

Os autores Goldschmidt e Passos (2005) agrupam ainda mais as etapas tornando o
processo KDD dividido em trés etapas, sendo estas: pré-processamento, mineracdo de dados
e pos-processamento. A seguir, as etapas de pré-processamento e pos-processamento Serao

detalhadas e a etapa de mineracdo de dados serd abordada na secdo seguinte.

2.4.1 Pré-processamento

Esta etapa inclui operacdes de manipulacdo de dados, que envolve tarefas como remover
ruidos ou subcamadas, coletando informacdes necessdrias para tarefas de descoberta do conheci-
mento. Nesta etapa, também sdo decididas estratégias para tratar campos que nao sdo necessarios

no processo de mineragdo de dados.

Goldschmidt e Passos (2005) descrevem os itens que compdem esta operacao:

24.1.1 Selegao de Dados

Compreende a identificacdo de quais informacdes devem ser consideradas durante o
processo de KDD, sendo um processo bastante complexo, uma vez que os dados podem vir de
uma série de fontes diferentes (data warehouses, planilhas, sistemas legados) e podem possuir os
mais diversos formatos. Este passo possui impacto significante sobre a qualidade do resultado do

Processo.

2.4.1.2 Limpeza de Dados

Esta € uma parte crucial no processo, pois a qualidade dos dados vai determinar a
eficiéncia dos algoritmos de mineragdo. Nesta etapa deverdo ser realizadas tarefas que eliminem
dados redundantes e inconsistentes, recuperem dados incompletos e avaliem possiveis dados
discrepantes ao conjunto (outliers). Envolve qualquer tipo de tratamento referente aos dados

selecionados de forma a assegurar a qualidade da informacao por eles representada.

2.4.1.3 Codificacdo dos Dados

os dados devem ser codificados de forma que possam ser utilizados como entrada para os
algoritmos de minerac¢do de dados. Por exemplo, transformar valores numéricos em categorias

ou intervalos; ou o inverso, como representar numericamente valores de atributos categdricos.

2.4.1.4 Transformacdo e Enriquecimento dos Dados

consiste em reduzir as varidveis envolvidas por atributos que representem as caracte-
risticas principais dos dados das bases. Ja o enriquecimento é um item onde se buscam mais

informagdes que possam ser agregadas a base de dados, para prover melhores resultados. Para
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isso, podem-se realizar consultas a bases externas de dados, pesquisas de campo e outras técnicas
(GOLDSCHMIDT; PASSOS, 2005).

2.4.2 Mineracado de Dados

Os termos mineracao de dados (MD) e KDD sao muitas vezes confundidos. O KDD
foi proposto em 1995 para descrever todo o processo de extragdo de conhecimento de dados.
Neste contexto, conhecimento significa relacionamentos e padrdes entre elementos de dados.
MD deve ser usado exclusivamente para a fase de descoberta do processo KDD (SUMATHI,;
SIVANANDAM, 2006).

A érea de pesquisa que relaciona MD e descoberta do conhecimento € resultado do es-
forco para satisfazer a demanda de transformar dados em conhecimento {itil e orientado a tarefas.
Com isso, os pesquisadores tém explorado ideias e métodos desenvolvidos em aprendizagem de
maquina, reconhecimento de padrdes, andlise de dados estatisticos, visualizacao de dados, redes
neurais, etc. (SUMATHI; SIVANANDAM, 2006).

MD € uma disciplina composta que se sobrepde a outros ramos da ci€ncia. A Figura 5
mostra as contribui¢des de muitos campos diferentes no desenvolvimento da ciéncia da mineragdo
de dados (DEAN, 2014).

Figura 5 — Natureza Multidisciplinar da Mineracao de Dados.

prendizado_ ae
Maquina

Fonte: Adaptado de (HALL et al., 2014).

Sumathi e Sivanandam (2006), afirmam que o objetivo da mineracdo de dados € ex-
trair padrdes implicitos, previamente desconhecidos e potencialmente uteis dos dados. A MD
consiste em muitas técnicas como: classificacdo (drvores de decisdo, naive bayes, k-nearest
neighborhood, redes neurais), agrupamento (k-means, hierarchical clustering, density-based
clustering), associacao (associacdao unidimensional, multidimensional, multinivel, associacao

baseada em restri¢des).
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Existem vérias aplicacdes para minerac¢des de dados , em diversas dreas. Alguns exemplos
sdo: (i) agrupamento de clientes por perfis para gestdo do relacionamento com os clientes; (ii)
predi¢do de séries temporais hidrologicas a partir de redes neurais (TAMPELINI et al., 2009); e
(iii) classificacio (MADEO et al., 2010).

De acordo com (HAN; KAMBER; PEI, 2006) a MD pode ser classificada em duas
categorias: padrdes descritivos e padrdes preditivos. As tarefas descritivas caracterizam as
propriedades gerais dos dados em uma base de dados. Ja os padrdes preditivos buscam através
de inferéncia predizer valores desconhecidos. Padroes preditivos sdo construidos para resolver
problemas especificos de predi¢cdo, em um ou mais atributos de um banco de dados. Ainda
afirmam que esses padrdes ndo precisam necessariamente prever o futuro, mas sim fazer a

descoberta de um atributo desconhecido a partir de outros atributos conhecidos.

Em contrapartida, para John (1997) os padrdes descritivos ndo tém por objetivo resolver
um problema especifico, mas representar padrdes interessantes que o especialista em um dominio

desconhece.

2.4.2.1 Tarefas de Mineracao de Dados

As tarefas de mineragdo podem extrair diferentes tipos de conhecimento, sendo neces-
sario decidir, no inicio do processo, qual o tipo de conhecimento que o algoritmo deve extrair
(CASTANHEIRA, 2008).

Algumas subdivisdes sdo classificadas nas categorias. Sendo a tarefa preditiva subdi-
vida em classificacio e regressdo. A tarefa descritiva em regras de associagdo, agrupamento e
sumarizagdo (MARTINS, 2010).

METODOS PREDITIVOS

e Classificacao: funcdo que mapeia (classifica) um registro de uma base de dados a uma
ou mais classes (rétulos) predefinidos. Feito isso, € possivel aplicar essa funcao a novos
registros que venham ser incorporados a base de dados. As formas mais comuns de

representacio de conhecimento dos algoritmos de classificac@o sdo regras e arvores.

e Regressao: consiste na busca por uma fun¢do que mapeia os registros de um banco de
dados em valores reais (GOLDSCHMIDT; PASSOS, 2005). Essas fun¢gdes podem ser

lineares ou ndo, e se restringem a dados numéricos.

METODOS DESCRITIVOS

e Regras de Associacdo: tem por objetivo encontrar padrdes frequentes entre conjunto de

itens de dados e ¢ muito usada no ambito das aplicagdes comerciais na drea de marketing.
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e Agrupamento: ¢ a classificacdo de objetos ou registros em diferentes grupos, ou seja, parti-
cionando do conjunto de dados em subconjuntos ou agrupamentos, assim cada subconjunto

compartilha similaridades.

e Sumarizacao: envolve métodos para encontrar uma descri¢io das caracteristicas comuns

para conjuntos de dados ou agrupamentos obtidos através da técnica de agrupamento.

2.4.3 Pos-processamento

Esta etapa engloba a visualizacdo, a andlise e a interpretacao das saidas geradas na etapa
de mineracdo de dados. Com isso, é gerado um modelo de conhecimento, ou seja, qualquer
abstracdo de conhecimento, expresso em alguma linguagem que descreva algum conjunto de
dados (GOLDSCHMIDT; PASSOS, 2005)

2.5 Aprendizado de Maquina

O AM ¢ uma metodologia que dd aos computadores a capacidade de aprender sem
programacao explicita. AM estd incluido nos campos de IA ou IC, dependendo dos algoritmos
ou técnicas utilizadas. Ele se baseia no principio de que as mdquinas devem aprender com os
dados fornecidos, a partir de suas experiéncias. O AM usa diferentes técnicas do campo da MD,
incluindo alguns algoritmos extras de aprendizado (KOHONEN, 1990; LATHAUWER; MOOR;
VANDEWALLE, 1994; SAMUEL, 1959; BUCZAK; GUVEN, 2015; MISHRA; RANI, 2017).

Outra defini¢do é apresentada por (FACELI et al., 2011), que define AM como um
processo de indu¢do de uma hipétese (ou aproximacdo de uma func¢do) a partir da experiéncia

passada.

Haykin et al. (2009) classifica as técnicas de aprendizado de maquina em dois tipos de es-
tratégia de aprendizado: aprendizado supervisionado e aprendizado nao supervisionado. Chapelle,

Scholkopf e Zien (2006), concordam porém incluem o aprendizado semissupervisionado.

e Aprendizado Supervisionado: neste tipo de aprendizagem, o sistema recebe um conjunto
de dados com diferentes valores de parametros de exemplo e decisdes/classificacao, a
partir dos quais infere uma fun¢do matematica, que mapeia automaticamente um sinal de
entrada para um sinal de saida. Desse modo, descobre o que é deve ser feito (THULIN,
2007). Assim, requer algum tipo de supervisdo no processo onde possa ser informado
os exemplos tipicos de cada classe, os quais, dentro de um processo de treinamento, é
permitido identificar a classe de novos objetos (Haykin, 1999). De acordo com os valores
atribuidos a classe, o problema € conhecido como classificagdo ou regressdo (MOHRI;
ROSTAMIZADEH; TALWALKAR, 2012). Arvores de decisdo, k-Nearest Neighbour
(k-NN), Naive Bayes e Support Vector Machine (SVM) sao exemplos de algoritmos que

tratam este tipo de aprendizado de maquina.
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e Aprendizado Nao Supervisionado: o sistema atua e observa as consequéncias de suas
acoes, sem se referir a casos de tipo pré-definidos além daqueles previamente observados,
ou seja, o sistema aprende com base em tentativa e erro (THULIN, 2007). O objetivo
comum desse aprendizado € agrupar documentos semelhantes no mesmo cluster. Uma
das possiveis vantagens da aplicacdo de métodos de agrupamento é que os dados de
treinamento poderiam ser selecionados de forma mais adequada. De fato, em vez de tomar
uma amostra aleatéria do conjunto de resumos, pode-se considerar a realizacao de uma
andlise de cluster inicial e selecionar resumos de treinamento de cada um dos clusters
resultantes (JASPERS; TROYER; AERTS, 2018).

e Aprendizado Semissupervisionado: O aprendizado semissupervisionado € a combinagao
entre o aprendizado ndo supervisionado e supervisionado. Na verdade, a maioria das
estratégias de aprendizado semissupervisionados se baseia em ampliar o aprendizado ndo
supervisionado ou supervisionado para incluir informagdes adicionais tipicas do outro
paradigma de aprendizado. Esse tipo de aprendizado tem conquistado espaco, porque
promete maior precisdo com menos esforco. Ja que, em muitas tarefas, hé escassez de dados
rotulados. Os rotulos podem ser dificeis de serem obtidos seja porque exigem dispositivos
especiais, experimentos caros e lentos ou humanos para rotular os dados. Desse modo,
o aprendizado semissupervisionado pode atingir o mesmo nivel de desempenho que o
aprendizado supervisionado, mas com menos ocorréncias rotuladas. (GOLDBERG; ZHU,
2010; ZHU; LAFFERTY; ROSENFELD, 2005).

2.5.1 Avaliagao do Modelo

Ap6s a construgdo do modelo € necessdrio avaliar o desempenho do classificador. De-
pendendo do contexto, o processo pode ser avaliado diferente.Um modelo proditivo € avaliado
por meio de um conjunto de testes ou uma técnica de validacao cruzada. Um conjunto de testes
contém exemplos pré-classificados diferentes daqueles do conjunto de treinamento e é usado
apenas para avaliacdo, ndo para treinamento. Se os dados sdo escassos, € sensato usar validagdo
cruzada para nao desperdicar nenhum dado, o que poderia ser util para melhorar o desempenho
do classificador (SANTOS, 2018; THULIN, 2007).

Em problemas de regressao, a performance € avaliada por meio do erro quadratico médio
(EQM), e € dado por:

1 & 2
EQM =~) (yi—3)
i3
Sua interpretacdo refere-se a distancia média entre valores observados e os preditos pelo
modelo. O EQM serd pequeno se as respostas preditas pelo modelo forem muito proximas das
observadas e serd grande se, em algumas observacdes, a resposta predita e a observada diferirem

substancialmente. Como o objetivo final da modelagem preditiva é obter predi¢des acuradas
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em novos dads, ndo utilizados para o ajuste do modelo, a performance preditiva do modelo
selecionado deve ser avaliada a partir dos dados de teste (JAMES et al., 2013; SANTOS, 2018).

Para problemas de classificagdo as métricas comumente usadas, sdo: acurdcia, precisao e
recall (THULIN, 2007).

) N° de amostras classificadas corretamente
Acuracia =

NO total de amostras

. N° de amostras classificadas corretamente como Classe C
Precisao(C) =

N° total de amostras classificadas como Classe C

Recall(C) _ N°® de amostras classificadas como Classe C

NO° total de amostras na Classe C

Acuricia € a media geral de desempenho do classificador; enquanto que a precisao lida
com os erros do classificador, resultando em apenas dados classificados corretamente; e o recall
¢ a frequéncia que o classificador identifica corretamente os exemplos de uma classe (THULIN,
2007).
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3 METODOLOGIA

Este capitulo pretende descrever detalhadamente o método de pesquisa usado neste
trabalho, a fim de aumentar a confiabilidade dos resultados alcangados, permitir a replicabilidade

deste estudo e alcancar os objetivos.

Para Fonseca (2016) a metodologia é o estudo da organizacdo, dos caminhos a serem

percorridos, para se realizar uma pesquisa ou um estudo, ou para se fazer ciéncia.

Desse modo, este trabalho visa estudar de forma ampla o contexto atual de aplicacdes de
algoritmos de AM nas areas de CRM, desta forma € necessario o uso de métodos de pesquisa

sistematicos. De forma ampla, os métodos de pesquisa usados enquadra-se como:

e Natureza basica: uma vez que objetiva gerar conhecimento novo, titil para a ciéncia, neste

caso, na drea de CRM e Aprendizado de Méquina.

e Género empirico: ja que o trabalho foi direcionado principalmente pela busca de dados
relevantes obtidos por meio da experiéncia, da vivéncia de outros pesquisadores, publicadas
por meio de trabalhos de pesquisa existentes na literatura cientifica; tendo como objetivo

chegar em novas conclusdes a partir da maturidade experimental desses trabalhos avaliados.

e Propésito exploratoério e descritivo: primeiramente com carater “exploratério” por pro-
porcionar maior familiaridade com o problema, que pode ainda ser considerado novo,
principalmente considerando o uso de técnicas de inteligéncia computacional e de aprendi-
zado de maquina em apicacdes de CRM, com vistas a tornd-lo mais explicito ou construir
hipdteses; mas também com cardter “descritivo” por jd possuir o objetivo de descrever os

fatos e/ou fendmenos da realidade estudada.

e Abordagem mista qualitativa e quantitativa: em relacdo a andlise e apresentacao dos
resultados, sendo que, em alguns casos, os resultados podem ser mensurados em nimeros,
e entdo classificados e analisados com estatistica descritiva basica, e, em outros, uma

opinido critica das licdes aprendidas no processo € sustentada nas teorias encontradas.

A realizacdo deste trabalho estd fundamentada no estudo dos principais trabalhos ja
publicados na area de AM com aplicacdo em CRM; tendo como fonte de informacdo artigos
ja publicados nos principais veiculos cientificos internacionais. Sendo assim, esta dissertacao
tem como procedimento técnico uma pesquisa, principalmente, do tipo "bibliografica". Para a
elaboracdo deste, foi utilizado o método de pesquisa "revisdo sistemdtica da literatura", baseada
nas diretrizes estabelecidas por (KITCHENHAM; CHARTERS, 2007).

A revisdo sistemdtica € um meio de identificar, avaliar e interpretar toda a pesquisa
disponivel relevante para uma pesquisa especifica, ou drea temética ou fendmeno de interesse

(KITCHENHAM, 2004). A autora ainda complementa, que os estudos individuais que contri-



Capitulo 3. Metodologia 29

buem para uma revisdo sistematica sdo chamados de estudos primérios; uma revisao sistemadtica

¢ uma forma de estudo secundario.

Randolph (2009) apresenta algumas razdes para uma revisao sistematica ser realizada:
delimitar o problema de pesquisa, buscar novas linhas de investigacdo, evitar abordagens infruti-
feras, buscar conhecimentos metodoldgicos, identificar recomendagdes para futuras pesquisa e

buscar fundamentacgio tedrica.

Segundo Kitchenham (2004), a revisdo sistematica envolve vdrias atividades discretas,
que podem ser agrupadas em trés fases principais: (i) planejamento, deve assegurar que a
revisdo sistemdtica € realmente necessdria, e um protocolo de revisdo deve ser desenvolvido; (ii)
conducdo, que inclui a identificacdo da pesquisa, selecao dos estudos, avaliagdo da qualidade dos
estudos, extracdo de dados, e a organizacdo da informacao extraida; e (iii) relatério, que inclui a

documentacdo dos resultados em artigos cientificos e trabalhos de dissertagcdo ou teses.

3.1 Planejamento da Revisdo Sistematica da Literatura

As proximas segdes descrevem detalhadamente o protocolo da RSL. Sendo assim, as
questdes de pesquisa, base de dados e estratégias de busca, estratégia de sele¢io de trabalhos,
avaliacdo de qualidade, estratégias de extracdo e sintese e andlise de dados dos estudos sdo
definidos. A Figura 6 apresenta todas as etapas para atingir os resultados desejados nesta RSL e,

logo mais, estas etapas sdo descritas.

Figura 6 — Definicao do Protocolo

o]
b . =
3 Base de Filtros de Classificagao Anélise e
S Dad Selega de Discussa
8 ados elegdo Resultados iscussdo
o

d; { l l
o Estudos . ~ Visualizagdo dos
3 Selegao das duplicados, Classgicacao = dados e analise
@ bases de dados rejeitados e Iit:]rr;::lzr: gg'g;m descritiva dos
= aceitos resultados

Fonte: Elaborado pela Autora.

Uma descricao resumida do protocolo definido e usado neste trabalho para a realizacdo
da revisdo sistemdtica da literatura, encontra-se em um artigo j4 publicado em uma conferéncia
internacional (CHAGAS et al., 2018).

3.1.1 Questdes de Pesquisa

QP1I. Quais areas do CRM atualmente tem mais aplicagdes com AM?
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Com o intuito de direcionar essa questdo, foram consideradas as dreas de CRM de acordo
com (SWIFT, 2001), descrito no capitulo 2, secdo 2.1.

QP2. Quais algoritmos de Aprendizado de Maquina s@o aplicados em processos de
CRM?

Para responder essa pergunta, os conceitos de AM e CRM foram definidos, juntamente
com as suas dimensdes e elementos. Com isso, partiu-se para a revisdo sistemadtica dos artigos

que apresentavam alguma relagdo pratica de algoritmos de AM em CRM.
QP3. Como os algoritmos de Aprendizado de Maquina melhoram os processos de CRM?

Para responder essa questdo, as principais ferramentas de CRM foram analisadas a fim de
obter uma visdo geral, observando quais j4 investem em AM e em quais processos 0s algoritmos

sdo aplicados.

3.1.2 Base de Dados e Estratégias de Busca

Pesquisas sobre os topicos de AM e CRM podem estar espalhadas em diferentes revistas
de diferentes dreas, como: Tecnologia da Informacao, Sistemas de Informacdo, Marketing, Ad-
ministragdo, etc. Portanto, a fim de maximizar a quatidade de trabalhos encontrados e apresentar
resultados de diferentes tipos de bancos de dados, a pesquisa foi conduzida atraves de bases de
dados eletronicas, ja que sdo mais acessiveis e permitem facil replicabilidade do estudo. Assim

foram definidas quatro bases:

e Ebsco Database
e IEEE Xplore
e Science Direct

e Emerald

As bases de dados selecionadas forneceram uma bibliogréfia abrangente da literatura
académica em todas as disciplinas relevantes dos topicos de AM e CRM. A biblioteca digital

Science Direct indexou mais de 60% artigos.

A fim de encontrar trabalhos relacionados a CRM que utilizam algum algoritmo de AM
em sua aplicagdo, uma estratégia de busca foi definida. Kitchenahm e Charters (2007), definem
a construcao da string como a principal atividade da estratégia de busca, sendo indispensavel
considerar o conjunto de perguntas de pesquisa. Desse modo, a seguir € apresentado os passos

para a construcdo dos termos de busca:

e Os termos de busca foram identificados a partir das perguntas de pesquisa. Os termos

foram traduzidos para o ingl€s, por ter uma literatura mais abrangente;
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e Como em algumas literaturas os algoritmos de AM sdo chamados de técnicas, foi decidido

usa-lo como termo;

e Como AM é comumente usado dentro do topico de IA ou IC, a adi¢do do termo "Artificial
Intelligence" foi importante para certificar que o uso de diferentes terminologias ndo iria

interferir nos resultados;

o A string foi gerada a partir da combinagdo dos termos. Utilizaram-se aspas duplas, parén-

teses e operadores 16gicos AND e OR.

Baseado nas defini¢des da tabela 1, os seguintes termos de busca foram construidos:

A Machine Learning + Customer Relationship Management + Algorithm
B Machine Learning + Customer Relationship Management + Technique
C Attificial Intelligence + Customer Relationship Management + Algorithm

D Artificial Intelligence + Customer Relationship Management + Technique

As estratégias de busca para estudos primdrios podem ser automatica e/ou manual. Este
estudo adota a estratégia automatica, realizada a partir da execucao da string de busca. A seguir
a tabela 2 mostra a string resultante, que foi aplicada em cada base de dado. Portanto, os termos

de busca foram concatenados com operadores booleanos OR e AND.

Tabela 1 — String de Busca para a RSL

String
("Machine Learning" AND "Customer Relationship Management"AND "Algorithm") OR
("Machine Learning"AND "Customer Relationship Management"AND "Technique") OR
("Artificial Intelligence" AND "Customer Relationship Management"AND "Algorithm")
OR ("Artificial Intelligence" AND "Customer Relationship Management"AND "Techni-
que").

Fonte: Elaborado pela Autora.

3.1.3 Estratégia de Sele¢ao

Para Kitchenham e Charters (2007), a estratégia de selecdo deve suprir um conjunto de
critérios de inclusdo e exclusdo e um processo para aplicar tais critérios. Sendo que esses critérios
tém como objetivo identificar os estudos que fornecem evidéncias diretas sobre a questao de
pesquisa. Assim, foram especificados critérios de inclusdo e exclusdo, a fim de que apenas

trabalhos relacionados ao contexto fossem selecionados.
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3.1.3.1 Critérios de Inclusao

e CI-1: artigos que estdo no intervalo de tempo escolhido para a andlise;

e CI-2: artigos que aplicam AM em alguma area de CRM.

3.1.3.2 Critérios de Exclusio

e CE-1: o artigo ndo estd disponivel eletronicamente na web;
e CE-2: o artigo ndo € apresentado inteiramente no idioma inglés;

e CE-3: o artigo foi publicado a mais de seis anos; esse critério foi aplicado assim como em
outras revisoes de literatura nos campos de [A e AM (CHAI; LIU; NGALI, 2013), (TERAN;
MENSAH; ESTORELLI, 2018).

o CE-4: o artigo s6 estd relacionado apenas a AM ou CRM;

e CE-S: exclusdo de dissertacdes de mestrado, teses de doutorado, sites, artigos incompletos

e artigos de conferéncia.

e CE-6: exclusido de artigos duplicados.

De acordo com Kitchenham (2004), a selecdo dos estudos é um processo de multiestagios.
Inicialmente, os critérios de selecdo devem ser interpretados de forma liberal, a menos que os
estudos identificados possam ser claramente excluidos com base em titulos e resumos, cépias
completas devem ser obtidas. Assim sendo, a Figura 7 apresenta o processo de selecdao dos

estudos. A seguir, cada passo € descrito:

Figura 7 — Processo de Seleciao dos Estudos.

Busca Pré-Selecao Selecdo
2 ae — | (Leitura do titulo e (Leitura da introdugao,
AUtomatlca resumo) resultados e concluséo)

Lista de
estudos
excluidos

Exclusao
de estudos
duplicados

Lista de Lista final

estudos de estudos

Fonte: Elaborado pela Autora
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Passo 1 - Busca Automatica: neste passo, as buscas serdo realizadas nas bases de dados
eletrOnicas selecionadas. Essas bases de dados permitem a filtragem de artigos por ano e por
tipo de publicacdo, dessa forma os critérios de exclusao CE-3 e CES poderao ser aplicados.
Kitchenham e Charters (2007), afirmam que as buscas iniciais retornam uma grande quantidade

de estudos irrelevantes.

Passo 2 - Pré-Seleciao: apds a execucdo da busca automatica, serdo lidos os titulos,
resumos e palavras-chaves dos estudos retornados, e estes serdo submetidos a andlise seguindo
os critérios de sele¢do CI-1, CE-2 e CE-6.

Passo 3 - Selecdo: os estudos retornados na fase anterior serdo avaliados através da
leitura da introducdo, resultados e conclusdo. Ao final, este processo retornara duas listas, uma
com os estudos excluidos e outra com os estudo que respondem as perguntas de pesquisa, € 0s
critérios CI-1 e CE-1 a CE-6, voltam a ser utlizados.

3.1.4 Avaliagcdo de Qualidade do Estudo

A avaliacdo da qualidade dos estudos € importante para apoiar o processo de inclusio e
exclusdo e a alocacdo de ponderacao para estudos especificos durante o estagio de sintese de
dados. Nao hé defini¢des universais de qualidade do estudo, mas foi sugerido que a qualidade se
relacione com a medida em que o viés é minimizado e a validag¢do externa e interna € maximizada
(KITCHENHAM; CHARTERS, 2007); (KHAN et al., 2001).

Para a avaliac@o dos estudos selecionados na etapa anterior deste trabalho, serd desen-
volvido um checklist, assim como em (SCANNAVINO, 2012). As seguintes questdes foram

adotadas:
P1. O algoritmo de AM esta totalmente definido?
P2. Existe alguma explicacdo para o uso do algoritmo?
P3. O algoritmo foi validado?
P4. O uso do algoritmo ficou claro?

Para cada pergunta do checklist, a seguinte escala serd aplicada: Sim (S) - 1 ponto; Nao
(N) - 0 pontos; Parcialmente (P) - 0.5 ponto. A pontuacio total poderd variar entre 0 - 1.0 (muito
pobre); 1.1 - 2.0 (razodvel); 2.1 -3.0 (bom) e 3.1 - 4.0 (excelente).

A inten¢do do checklist € classificar os estudos em uma escala de muito pobre, razodvel,
bom e excelente para ajudar na decisdo de inclusdo e exclusdo dos trabalhos selecionados. Assim,

o ponto de corte para excluir estudos da lista serd 2.0 (razodvel).
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3.1.5 Estratégia de Extragdo

O procedimento de extracdo € a ponte entre o que € apresentado pelos autores primérios

e o que € analisado na revisdo sistemaética.

A estratégia de extracdo tem por objetivo elaborar o instrumento para a extracdo dos
dados de estudos primdrios. O instrumento deve ser projetado para coletar as informagdes
necessdrias para responder as perguntas de pesquisa (KITCHENHAM; CHARTERS, 2007).

Segundo Silva (2011), a etapa de extracao de dados, deve determinar quais dados serdo
extraidos de cada estudo selecionado e os procedimentos para sua extracdo. Os dados devem ser

definidos e, deve ser criado um formulario.

A vista disso, um formulério serd criado a fim de analisar os estudos primadrios, e
responder as questdes de pesquisa. Os seguintes dados serdo extraidos dos artigos: titulo do
estudo, ano do estudo, pais, dimensdo do CRM e autores do estudo. Com o objetivo de melhorar

a compreensao dos estudos, a andlise ocorrerd a0 mesmo tempo que a extragao.

3.1.6 Sintese e Analise dos Dados

A sintese de dados envolve a comparacdo e o resumo dos resultados primarios incluidos
na pesquisa. A sintese pode ser descritiva (qualitativa). No entanto, as vezes € possivel comple-
mentar uma sintese descritiva com um resumo quantitativo. A utiliza¢do de técnicas estatiticas
para obter uma sintese quantitativa € referida como meta-andlise (KITCHENHAM, 2004). Esta

pesquisa tem abordagem qualitativa-quantitativa.

Segundo Creswell (2010), a pesquisa qualitativa envolve, sobretudo, dados baseados
em textos e imagens, tem seu relatdrio final escrito com uma estrutura flexivel; bem como seus
procedimentos que mesmo nas estratégias, ndo sdo uniformes. Desta forma, a pesquisa qualitativa

possui estilo indutivo, foco no significado individual e na complexidade de uma situacao.

As evidéncias mapeadas nesta sec@o serdo apresentadas no capitulo 5, assim, servindo

de apoio para as respostas para as questoes de pesquisa.
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4 CONDUCAO DA RSL

Este capitulo fornece os resultados da condugdo da RSL que foram obtidos através da

aplicagd@o do protocolo detalhado no capitulo 3.

Kitchenham e Charters (2007), definem que a conducao da RSL involve: identificagdo da
pesquisa, selecdo dos estudos, qualidade da avaliacao dos estudos, estracdo dos dados e monitoria
dos processos e sintese dos dados.

4.1 Resultados da Selecao

A sele¢ao comecou em Marco de 2018, entdo apenas os trabalhos que foram publicados
selecionados antes de Marco de 2018. Como visto na Figura 7, o processo de selec@o tem trés

etapas, que sdo apresentadas abaixo:

Passo 1 - Busca Automatica: nesta fase, os estudos foram obtidos automaticamente
através das seguintes fontes: IEEEXplore, Science Direct, Ebsco e Emerald. A string de busca foi
exeutada nas bases de dados que aceitam o recurso. Todas as bases possuiam filtros para aplicar
os critéios de exclusdo CE-3 e CE-5. Com esse procedimento, 1182 estudos foram retornados ao

final da busca, na soma das quatro base de dados, conforme representado na Tabela 2.

Tabela 2 — Resultado da Busca Automatica.

Bases de Dados Estudos Retornados
Ebsco 23
IEEE 75
Science Direct 3306
Emerald 1123
Total 4527

Fonte: Elaborado pela Autora.

Passo 2 - Pré-Selecao: nesta fase, foi encontrado 85 estudos duplicados. Cada um dos
1131 estudos foram analisados pela leitura dos titulos, resumos e palavras-chaves, e foram

excluidos aqueles que ndo estavam de acordo com os critérios de exclusao CE-2 e CE-6.

Passo 3 - Selecao: foi necessdrio ler a introducao, os resultados e a conclusdo de cada
estudo. Com isso, o critério de exclusao CE-4 pode ser aplicado. E, dessa forma, 1060 estudos
foram rejeitados. Assim, uma lista foi criada, com os seguintes dados: base de dados, titulo,

autor, resumo e palavras-chave.

Com isso, 100 estudos constavam em mais de uma base de dados e por isso foram
excluidos e 4.343 foram rejeitados por ndo atenderem todos os critérios de selecdo. Dessa forma,

a lista final de estudos foi obtida, e apenas 1,85% (84) dos estudos se encaixaram nos critérios
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de inclusdo e exclusido que foram definidos para este trabalho, conforme detalhado na Tabela 3

que retrata o resultado final da sele¢do.

Tabela 3 — Resultado Final da Selecao.

Estudos Unicos | Estudos Excluidos | Estudos Selecionados
4427 4343 84

Fonte: Elaborado pela Autora.

Os estudos contidos na lista final sdo os estudos relevantes para este trabalho (Passo
3 - Figura 7). Os mesmos foram baixados e armazenados no servico de armazenamento e
compartilhamento de arquivos em nuvem, para serem utilizados nas proximas etapas da RSL. A
Tabela 4, ilustra de outra forma o resultado final da sele¢ao de estudos, relacionando estes com
os termos de busca, definidos na sec@o 3.1.2, onde os nimeros entre parénteses representam a

quantidade de estudos que foram selecionados.

Tabela 4 — Total de Artigos Relevantes.

Bases de Termo de Termode Termo de Termo de Total de
Dados Busca A BuscaB Busca C Busca D Artigos
Relevantes
Ebsco 6(0) 7(2) 3(2) 7(1) 5
IEEE 18(3) 15(2) 25(5) 17(3) 13
Science 913(26) 1175(8) 554(14) 664(1) 49
Direct
Emerald 213(13) 509(2) 157(1) 244(1) 17
Total 84

Fonte: Elaborado pela Autora.

O apéndice B apresenta a lista dos 84 estudos primdrios, resultantes da aplicacdo dos

critérios de selecao.

4.2 Avaliacao de Qualidade

Os estudos primadrios que foram selecionados, foram submetidos a uma nova avaliagao.
Esta com o intuito de classificar os estudos com base em quatro perguntas, referentes ao(s)
algotimo(s) escolhidos, que apoiam a escolha desses estudos e também apresentam um carater

eliminatdrio, visto que os estudos classificados como razodvel serdo excluidos.

O apéndice C ilustra a avaliacao de qualidade dos 84 estudos primérios, retornados na
etapa final de selecdo de estudos. Esta revela a avaliacdo de cada estudo em relagdo a cada

pegunta da lista e exibe o total da pontuacao.

Como apresentado no apéndice C, o estudo E63 foi excluido. Embora todos os artigos

que foram para a ultima etapa da selecdo de estudos, tiveram introducdo, resultados e conclusdo
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lidos, s6 nesta etapa foi constatado que esse estudo ndo se encaixa nos critérios de avaliagao
porque nao faz uso de um algoritmo de aprendizado de maquina. Assim, a etapa de avaliacdo
foi muito importante uma vez que a partir das perguntas foi validado a qualidade dos estudos

selecionados.

4.3 Resultados da Extracao

E muito importante saber quais dados devem ser extraidos, esses dados servem para
apoiar as respostas das questdes de pesquisa. Portanto, uma andlise foi realizada com base nas

perguntas de pesquisa a fim de que todos os dados extraidos fossem utilizados.

Com o conjunto de estudos primadrios selecionados e sua qualidade avaliada a atividade

de extracdo de dados foi realizada em todos os 84 artigos.

Como esta etapa foi realizada em conjunto da etapa de selecdo de estudos, 4427 estudos
foram lidos. Durante este processo, 4343 foram rejeitados por nao estarem de acordo com os
critérios de exclusdo CE-2 e CE-4. E um artigo foi excluido na etapa de avaliagdo. Entdo, a
extracdo dos dados aconteceu em 84 estudos primarios que foram selecionados. Os seguintes
itens foram extraidos de cada estudo: titulo, ano, pais, dimensdao do CRM e a referéncia (a lista

completa encontra-se no Apéndice A).

A partir dos dados coletados, foi possivel comparar os estudos e analisar as evidéncias
para obter informagdes relevantes. Deste modo, a Figura 8 ilustra a distribucdo temporal dos

estudos primdrios.

Figura 8 — Distribuicao dos Estudos por Ano.
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Fonte: Elaborado pela Autora.



Capitulo 4. Condugdo da RSL

A quantidade de publicacdes sobre aplicagdes de aprendizado de mdquina em CRM era

pequena em 2012, teve um pico de 12 artigos em 2014. Nos anos de 2017 e 2018 houve um

aumento no nimero de artigos publicados, respectivamente, 18 e 20 estudos.

Também foi possivel analisar quanto a nacionalidade dos estudos primdrios, para 1sso
levou-se em consideracdo a origem do primeiro autor (ver Figura 9). Foram 84 autores de 30

paises diferentes, foi constatado que 13 (15.47%) dos estudos foram realizados por pesquisadores

da China. Seguidos por India, Ird e Taiwan com 9, 7 e 6 estudos respectivamente.

Figura 9 — Nacionalidade do Primeiro Autor.
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Fonte: Elaborado pela Autora.
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5 ANALISE E DISCUSSAO DOS RESULTADOS

A partir do estudo realizado para a drea de CRM, considerando uma andlise mais
abrangente considerando diferentes pontos de vista para delimitar e entender das pesquisas atuais
na drea tré€s pontos foram discutidos neste trabalho: (i) quais algoritmos de AM sdo aplicados
em processos de CRM; (ii) quais dreas do CRM atualmente tem mais aplicacdes com AM; (iii)

como algoritmos de AM melhoram os processos de CRM.

Este capitulo estd organizado para apresentar os resultados da revisdo sistemadtica, que

esta descrito na secao 5.1.

5.1 Resultados da Revisao Sistematica

A revisdo foi conduzida em 5 etapas: (i) identificagdo de estratégias de busca; (ii)
defini¢ao de estratégias de selecdo de estudos primadrios; (iii) avaliacao dos estudos primarios;
(iv) extracdo dos dados encontrados nos estudos selecionados; (v) sintese dos dados dos estudos

primérios. Esta se¢do apresenta os resultados alcancados na execugdo de tais etapas.

5.1.1 QPI. Quais areas do CRM atualmente tem mais aplicagdes com AM?

Para responder essa questdo de pesquisa, primeiro buscou-se entender quais sao as
dimensdes de CRM e seus elementos. Esta compreensio € apresentada na subse¢do 2.1.1. Outra
necessidade foi delimitar quais fases do AM os estudos primérios fazem uso na aplicagcdo do
algoritmo, (ver se¢do 2.5). Com essas duas ideias compreendidas, na etapa de extra¢ao dos dados,

uma classificacao por algoritmos de AM foi realizada em relacdo aos elementos do CRM.

A Tabela 5 sumariza informagdes sobre os algoritmos de AM em relagdo aos elementos
de CRM. A primeira coluna apresenta o elemento de CRM, a segunda mostra os algoritmos
usados por estudos primdrios que foram identificados, e a terceira faz referéncia aos estudos que

tem relagdo com os elementos e com os algoritmos.

Tabela 5 — Classificacao dos Algoritmos de AM em Relacao aos Elementos de CRM.

Elementos do CRM Algoritmos Estudos Prima-
rios
Analise de Publico-alvo Neural Network; Multiple Logistic El, E3, E6, El4,

Regression; Weighted Random Fo- E46, ES51, E54,
rest; RUSBoost;, Genetic Algorithm; E61, E65, E84
Decision Tree; Logistic Regression,

SVM; Apriori Algorithm; Support

Vector Regression

Continua
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Elementos do CRM

Algoritmos

Segmentacdo de Mercado

Self-organizing Maps; Support Vec-
tor Clustering; XG-Boost; Logistic
Regression; Naive Bayes; Neural
Network, C-MK-SVM (Collabora-
tive Multiple Kernel Support Vec-
tor Machine); Random Forest; SVM;
PCA; Bisection Algorithm; GMDH-
SSFS; Fuzzy Cluster Analysis; Deci-
sion Tree; k-means; Density-based
Algorithm; EM Algorithm; Hierar-
chical Algorithm

Marketing Direto

Logistic Regression; Projected Gra-
dient Descendent Algorithm; Fuzzy;
SK-Means

Estudos Prima-
rios

E2, E4, E7, E13,
E20, E23, E27,
E33, E35, E36,
E38, ES53, ES55,
E56, ES8, ES59,
E66, E68, EO69,
E70, E72, ET76,
E80, E81, E83
E25, E22, E2I,
E43, ES7

Programa de Fidelidade

Random Forest; Decision Tree;, Lo-

gistic Regression; Fuzzy; K-NN

ES, E9, E18, E37,
E73, ES2

Marketing Personalizado

SVM;, Exhaustive Algorithm; Gene-
tic Algorithm; Covering Algorithm;
Decision Tree; Logistic Regression;
Adaptative Boosting; Gradient Boos-
ting; Naive Bayes; Random Forest;
PCA; Neural Network

El12, EI19, E26,
E29, EA40, E44,
E50, E49, E62

Monitoramento de Reclamagdes

Logistic Regression; Random Fo-
rest; Gradient Boosting; XG-Boost;
AdaBoost, Neural Networks; Extra
Trees; Case-based Reasoning; SVM,
Naive Bayes; Decision Tree; NBTree
(Naive Bayes Tree);, Co-EM Ensem-
ble; Co-EM SVM;, Co-training; Co-
EM Baysian; SMO; Genetic Algo-

rithm

ES8, E10, E11, El6,
E24, E28, E31,
E39, E47, Eo64,

Ciclo de Vida do Cliente

Random Forest; SVM; Naive Bayes;
MK-SVR; Logistic Regression; K-
NN; Decision Tree; Weighted K-

nmeans

E67, E71, ET5,
E77,E78,E79
E17, EA45, EA41,
E48, E34

Continua
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Elementos do CRM Algoritmos Estudos Prima-
rios
Up/Cross-selling MK-STM; Neural Network; Fuzzy E30, E32, ES52,
E60
Analise de Afinidade Neural Network; Logit Model; K- E15, E42, E74
NN; Fuzzy

Fonte: Elaborado pela Autora.

A anélise de publico-alvo procura identificar, dentro de um grupo, possiveis clientes com
base em algumas caracteristicas semelhantes. Essa andlise € altamente recomendada no inicio
do processo de desenvolvimento de um novo produto/servigo, porque hé a necessidade de saber
pra quem esse produto/servico € destinado. Como apresentado na tabela acima, a maioria dos
algoritmos sao do tipo supervisionado, o que nao é tdo compreensivel ja que esta € uma tarefa de

agrupamento, assim um algoritmo do tipo ndo supervisionado seria o mais recomendado.

A segmentacdo de mercado permite identificar as principais diferengas que divide os
clientes em grupos que podem ser segmentados. A segmentacdo de clientes € necessdria para
obter éxito em varias tarefas a partir dos elementos do CRM, como o up/cross-selling, marketing
direcionado, fidelizacdo do cliente, etc. 17 estudos foram rotilados como segmentagdo de
mercado, o que representa 20% do total de estudos selecionados, e a maioria dos estudos

utilizaram algoritmos de agrupamento.

O Marketing Direto objetiva apresentar uma marca ou empresa para o cliente, de uma
forma que a marca fique conhecida. E para isso, aplica estratégias para contactar os potenciais
clientes, uma estratégia bastante conhecida € o email marketing. O email marketing ¢ amplamente
utilizado pelas empresas, € dificil que alguma pessoa que tenha um email ainda nio tenha recebido
uma mensagem com ofertas de produtos que foram anteriormente pesquisados. contudo, nesta
RSL apenas cinco estudos abordaram essa problematica, e dentre os estudos todos empregaram

algoritmos supervisionados em suas aplicacoes.

O Programa de Fidelidade € uma estratégia empregada pelas empresas para recompensar
os clientes que compram com frequéncia. Essas recompensas podem ser cupons, produtos com
descontos. Apesar de ser uma pratica muito conhecida e difundida por empresas, apenas quatro

trabalhos se encaixaram nessa tematica.

O Marketing personalizado usa de andlise de dados para entregar conteido personalizado
para potenciais clientes ou leads. Assim, € possivel oferecer melhor experiéncia pro cliente,
aumento da receita, entre outros. Desse modo, na etapa de sele¢do, nove estudos propuseram

alguma aplicacdo envolvendo AM e marketing personalizado.

O Monitoramento de Reclamagdes objetiva garantir um excelente atendimento ao cliente.

Para isso, as empresas analisam as informagdes de seus clientes, a fim de melhorar esse processo.
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Esse € um tema que desperta o interesse das empresas, uma vez que sabem a propor¢io negativa
que uma reclamacdo pode causar para os seus produtos ou para sua marca. Foram encontrados
dez trabalhos que envolvem esse topico e AM, sendo que estes apresentam um das maiores

variagdes em termos de tipos de algoritmos utilizados.

Toda compra realizada por um cliente pode ser monitorada antes, durante e pds a compra,
ou seja, trata de todas as etapas de um relacionamento empresa-cliente. O objetivo € ajudar
na criagdo de estratégias de marketing para melhorar os resultados da empresa. Assim, o ciclo
de vida do cliente monitora cinco estagios: segmentacido de clientes, aquisi¢do de clientes,
rentabilizacdo, reten¢do de clientes e recuperagdo de clientes. Contudo, cinco trabalhos foram

encontrados e todos utilizaram algoritmos supervisionados.

O cross-selling, ou venda cruzada, € a prética de oferecer ao cliente produtos comple-
mentares. No entanto, o upselling, € uma pratica onde as empresas visam fazer o cliente adquirir
uma versao melhor de um produto que ja estd sendo comprado. Para entender melhor, quando
um cliente vai em qualquer rede de fast-food e compra hamburguer e batata-frita, o atendente
pergunta se este quer outra batata-frita maior ou com algum molho e isso € upselling; Quando
esse mesmo atendente, perguntar se o client quer adicionar refrigerante € cross-selling. Apesar
de ambas as praticas serem muito comuns nas empresas, pouco estd sendo explorado, visto
que na RSL realizada, apenas cinco estudos foram encontrados e todos utilizando algoritmos

supervisionados.

Andlise de Afinidade se baseia na teoria de que, se um cliente compra um determinado
item, esse estd mais propenso a comprar um outro grupo de itens, ou seja, encontra relagdes

entre itens que ndo sdo relacionados. A RSL encontrou apenas dois estudos com esta tematica.

Ap6s detalhar todas as evidéncias encontradas a apartir da Tabela 5, foi realizada outra

tabela que exprime a quantidade de estudos por elementos e dimensdes do CRM (veja Tabela 6).
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Tabela 6 — Numero de Estudos Primarios de Acordo com as Dimensoes e Elementos do CRM.

Dimensoes Elementos Total de Estudos | N° de Estudos
Primarios Primarios
Identificacdo do Cli- | Andlise de Pablico-Alvo 10 35
ente
Segmentacdo de Mercado | 25
Atragdo do Cliente Marketing Direto 5 5
Retencdo do Cliente | Programa de Fidelidade 6 31
Marketing Personalizado | 9
Monitoramento de Recla-| 16
macao
Desenvolvimento do | Ciclo de Vida do Cliente 5 12
Cliente
Up/Cross-Selling 4
Andélise de Afinidade 3

Fonte: Elaborado pela Autora.

A Tabela 6 apresenta a visao geral das dimensdes e elementos em que tais estudos foram
aplicados. Os dados demonstram que a maioria dos estudos foram realizados na dimensao de
identificacao do consumidor. Ao analisar tais trabalhos, foi notado que as aplicacdes se referem
majoritariamente ao elemento de segmentacdo de mercado. Em seguida, a dimensdo de reten¢do
do cliente tem atraido bastante pesquisas. Nesta dimensao, o elemento de monitoramento de

reclamacdes € o que apresenta maior nimero de aplicagoes.

Nota-se, também, que o elemento de andlise de afinidade é o que apresenta a menor
quantidade de estudos primérios, com apenas dois. Seguido por up/cross-selling e andlise de
fidelidade. Este ultimo € uma préatica bastante conhecida e utilizada por empresas de varejo.
Contudo, de acordo com os dados apresentadados, pode-se inferir que nao ha muitos avangos

nesta area.

5.1.2  QP2. Quais algoritmos de Aprendizado de Maquina estao sendo aplica-

dos em processos de CRM?

A Tabela 7 apresenta o resumo dos resultados obtidos para responder esta pergunta.
Dentre os 83 estudos, foram encontrados 41 tipos de algoritmos, bem como diversos trabalhos
utilizaram mais de um algoritmo. Muitos estudos apresentaram algoritmos semissupervisionados

e algoritmos novos. Nestes casos, optou-se por apresentd-los na coluna outros.
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Foram identificados 41 algoritmos diferentes nos 83 estudos primérios selecionados,
nos quais treze foram usados mais de uma vez. A Tabela 8 exibe os algoritmos em relacdo ao
nimero de estudos primarios em que estes foram utilizados, sendo que pode-se destacar que: 15
algoritmos tiveram mais de duas ocorréncias; os demais fazem referéncia aos algoritmos com

uma ocorréncia; e algoritmos semissupervisionados foram criados para resolver um problema
especifico.

Deste modo, foi possivel constatar que o Logistic Regression foi o algoritmo mais
utilizado nos estudos abordados por esta revisdo, sendo utilizado em 20 estudos primérios
que correspondem a 23% do total, seguido pelos algoritmos redes neurais e arvore de decisao,
utilizados em 40% dos trabalhos.

Tabela 8 — Algoritmos de AM Mais Usados nos Estudos Primarios Selecionados.

Algoritmos N° de Estudos Primarios
Logistic Regression 20
RNA 18
Arvore de Decisdo 16
SVM 15
Random Forest 11
K-Means 10
KNN 8
Naive Bayes 6
SOM 6
Fuzzy 5
AdaBoost 4
PCA 4
Algoritmo Genético 3
XG-Boost 2
Gradient Boosting 2
Outros 37

Fonte: Elaborado pela Autora.

5.1.3 QP3. Como os algoritmos de Aprendizado de Miquina melhoram os
processos de CRM?

O CRM sempre utilizou banco de dados para atingir seus objetivos de maneira mais
simples. No entanto, até o0 momento, esse gerenciamento de informacdes tem se concentrado
principalmente na coleta, armazenamento e fornecimento de dados a pedido dos clientes; dei-

xando de lado os processos de extracdo, andlise e interpretacdo, que dao valor real a informagao
recebida.

Como os volumes de dados, que as organizacdes tem que manipular, aumentaram € os
tipos de fontes de dados sdo bem mais amplos, € facil de entender porque o CRM precisa do

suporte da [A, para se adaptar a essa nova era digital. A TA pode ajudar a melhorar os processos
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desenvolvidos dentro dos departamentos das organizagdes, como: marketing e helpdesk, o que
permite responder com mais precisdo aos requisitos do cliente. Além disso, pode otimizar

estratégias de vendas; consolidar a confianca do cliente; aumentar a satisfacao do cliente.

Desse modo, a andlise realizada no capitulo anterior, revelou um aumento do uso de AM
na pesquisa. No entanto, a maioria dos trabalhos apresenta solu¢des individuais para problemas
especificos ou consiste em exemplos académicos que nao sao facilmente aplicdaveis por outras

empresas em geral.

Assim, procurou-se casos de uso de AM em CRM. Martech € um blog que aborda assun-
tos de AM e IA. Seu estudo fornece insights sobre os casos de uso AM em CRM (MARTECH,

2018). A Tabela 9 mostra as areas e os possiveis valiosos casos de uso de AM para CRM.

Tabela 9 — Areas e Possiveis Casos de Uso de AM Valiosos para CRM.

Areas Casos de Uso de AM

e Prever valores de dados de clientes ausentes ou desatu-

alizados

e Estratégias de segmentacdo agrupamento.

e Produto/servico, conteido ou recomendacdo promoci-
onal

e Melhor canal para participar

e Melhor hora para enviar

Marketing e Modelos para prever as preferéncias do cliente, o valor
da vida util ou o valor atual do cliente

e Otimizar o preco de varejo ou descontos de produ-
tos/servigos

e Previsdo do tamanho do mercado, receitas/custos de
marketing

e Planejamento de alocac¢io de or¢amento / otimizacao
de mix de midia

e Identificacdo de contetdo

e Prever leads

. e Prever atividade de vendas
Automacdo de vendas
e Contratos de venda

e Previsao de vendas e demanda

Continua
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Areas Casos de Uso de AM

e Melhor servigo, apoio, a¢do de treinamento para resol-

ver uma reclamacdo/problema

e Marcar e classificar tickets de suporte

e Automatizagdo do processo de suporte

e Estimando volumes de servicos, tempos de espera

e Otimizar o agendamento e o suporte ao recurso utili-

Servigo ao cliente zado‘

e Previsdo de volume do centro de contato

e Modelos para prever niveis de frustracio ou satisfacao
do cliente

e Anilise de Sentimento com todos os dados do formu-
lario

e Modelos para prever a intenc¢ao

e Visualizacdo dos tépicos de suporte a tendéncias

Fonte: Elaborado pela Autora.
Todavia, foram selecionados exemplos de artigos que explicitamente declararam as im-
plicacdes praticas de suas pesquisas. A Tabela 10 apresenta as implicagdes praticas relacionadas

as dimensdes de CRM.

Tabela 10 — Implicacoes Praticas da Literatura e Dimensoes do CRM Correspondentes.

ID Implicac¢ao Pratica Dimensao do CRM

El Mudancga nos padrdes de comporta- Identificacdo do Cliente
mento do cliente para melhorar a efi-
ciéncia, a satisfacdo e o equilibrio
do cliente, bem como as vendas ra-
pidas.
E2 Melhoria no desempenho de seg- Identificacdo do Cliente
mentacgao, atingindo a perfeicao da
regra extraida. Processos de marke-
ting e servi¢os funcionam de forma
mais eficaz.
E3 Os resultados mostram que o FSR  Identificacdo do Cliente
seleciona cerca de 55 % dos recursos
inicialmente disponiveis, reduzindo
consideravelmente os custos compu-
tacionais. Fornece previsdo mais pre-
cisa do que outras técnicas.

Continua
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ID

Implicacao Pratica

Dimensao do CRM

E15

El6

E17

E20

E24

Este artigo demonstra o estudo e a
simulacdo de um sistema que pode
fornecer uma previsao dos bens ne-
cessarios para o inventdrio de uma
empresa, dependendo do histdrico
da venda da empresa em relacdo aos
eventos ocorridos em diferentes pe-
riodos.

artigo constréi uma ontologia com-
pleta de reclamacgdes de clientes.
Uma camada geral e superior de on-
tologia pode ser aplicada a indds-
trias de servicos orientadas para o
cliente face-a-face, como hospitali-
dade, varejo e industrias de turismo.
Com base neste trabalho, as empre-
sas podem fazer estratégias de for-
necimento precisas para diferentes
categorias de clientes, que visam cli-
entes de alto potencial de varias ma-
neiras, incluindo novos produtos e
incentivando um consumo maior.
De acordo com os segmentos de
mercado apresentados por sua abor-
dagem, as lojas online podem de-
senvolver marketing promocional e
oferecer atendimento personalizado
para clientes, que sdo mais valiosos
€ promissores.

Os resultados podem ser uteis para
direcionar esforcos para responder
a resenhas on-line em alinhamento
com as estratégias (setor hoteleiro),
elaborando perfis das avaliacdes de
acordo com o membro e revisando a
data.

Continua

Desenvolvimento
Cliente

Retencao do Cliente

Desenvolvimento

Cliente

Atragao do Cliente

Retencao do Cliente

do

do
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ID

Implicacao Pratica

Dimensao do CRM

E37

E54

E55

ES57

E58

E59

As descobertas fornecem insights
aos provedores de servicos méveis
sobre como detectar mudangas tem-
porais no comportamento do cliente.
Este artigo ajuda os gerentes da in-
dustria de fast-food a analisar pron-
tamente o comportamento de seus
clientes, a fim de entender suas ne-
cessidades e estabelecer relacdes for-
tes.

Os varejistas podem fazer uso do
modelo proposto para previsao de
demanda de vérios itens para me-
lhorar o desempenho do estoque e a
rentabilidade das operacdes.
Conhecer os sentimentos dos clien-
tes e melhorar os quatro tépicos prin-
cipais discutidos neste estudo, ou
seja, atendimento ao cliente, promo-
¢coes de bilhetes de LCCs, cancela-
mentos ou atrasos de voos e ges-
tdo pos-reserva ajudardo os LCCs
a atrair mais clientes e gerar mais
lucros.

Este estudo apresenta a Melhora da
precisdo para previsdo de rotativi-
dade no setor de telecomunicagdes.
O resultado da andlise do segmento
pode fornecer suporte para o design
e desenvolvimento de novos produ-
tos, reposicionamento de produtos
existentes, desenvolvimento de es-
tratégias de marketing e diferencia-
¢do de produtos.

Continua

Retencao do Cliente

Identificacdo do Cliente

Identificacdo do Cliente

Atracdo do Cliente

Retencao do Cliente

Identificacdo do Cliente
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ID Implicacao Pratica Dimensao do CRM

E62 A pesquisa enfatiza a importanciado Reten¢do do Cliente
aprendizado sensivel ao custo para
melhorar a gestdo de retengdo de cli-

entes no contexto de varejo.

Fonte: Elaborado pela Autora.

A grande maioria dos trabalhos procura combinar ou melhorar os métodos e técnicas de
AM para alcancar melhores resultados em comparacdo com os modelos anteriores, concentrando-
se na contribui¢c@o dos seus modelos recentemente desenvolvidos. Independentemente do nimero
reduzido de 15 artigos que explicitam claramente as implicagOes préticas de suas pesquisas,
a amostra menor confirma os resultados da Tabela 6, com um nimero maior de artigos sobre

Identificacdo e Reten¢do de Clientes.

Apesar da relevancia pratica da Tabela 10, o nimero de artigos analisados diminuiu
significativamente. Por essa razdo, investigamos os sistemas atuais de CRM e sua implementacgdo
de algoritmos AM. O GetCRM analisa ferramentas de CRM e funciona como um mercado
para essas ferramentas com mais de 50 mil usudrios corporativos. Seu recente estudo fornece
insights sobre o uso de técnicas de IA e AM para melhorar os processos de CRM e indica oito
ferramentas que implementaram AM (YONATAN, 2018).

A Tabela 11 mostra as ferramentas e os processos de CRM aprimorados pela aplicacao de

algoritmos de AM. A tabela também indica as dimensdes do CRM de acordo com as aplicacoes.

Tabela 11 - Utilizacdo de AM em Ferramentas de CRM.

Ferramentas Uso de Algoritmos de AM Dimensao de CRM
e Encurta o tempo para a qualifica¢io
de leads .
Marketo eaas Identificacdo de Cliente

e Melhora o engajamento de prospects

personalizados.

e Concentra-se nas vendas, analisando
dados e oferecendo feeds internos,
Base bem como recomendagdes para au- | Atracdo e Desenvolvi-

mentar as vendas, o acompanha- | mento do Cliente

mento de metas e a previsao.

Continua
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Ferramentas

Uso de Algoritmos de AM

Dimensao de CRM

Sugar CRM

Atualiza as informagdes do cliente
automaticamente com base em pon-
tos de dados externos.

Recomenda interagdes especificas

com os clientes.

Identificacdo e Desen-

volvimento do Cliente

Zoho

Detecta anomalias nas operacdes de
vendas para prever se as equipes
atingirdo suas metas.

Prevé o tempo ideal para os vende-

dores alcancarem as perspectivas.

Atracdo de Cliente

Zendesk

Prevé satisfacdo analisando a pro-
babilidade de determinados tickets

serem avaliados como bons ou ruins.

Retencao de Cliente

Gorgias.io

Helpdesk para integrar a comunica-
¢do com os clientes em diferentes
canais.

Cria fluxos de trabalho que priori-
zam os clientes para problemas es-

pecificos.

Retencdo de Cliente

Dynamics 365

Fornece traducgdo, andlise de senti-
mento e identificagdo de palavras-
chave, beneficiando o alcance de
vendas e o atendimento social ao cli-

ente

Atragdo e Retencdo de
Cliente

Salesforce

Aprende com dados para prever re-
sultados, prescreve solucdes e auto-
matiza tarefas.

Integra dados para gerar pontuagao
preditiva de leads.

Crie campanhas de marketing.

Identificacdo de Cliente

Fonte: Elaborado pela Autora.

Como visto, o AM forneceu meios para melhorar os processos e andlises no CRM.

O AM tem apoiado essas ferramentas para melhorar a automacdo de processos, previsoes,

recomendacdes de vendas e facilitar a comunicacao entre empresas e clientes. Parekh (2018),

ressalta trés etapas que permitem que as empresas melhorem sua experi€éncia com o cliente:

e Captura de Dados Automatizada: Como as ferramentas de CRM estdo coletando dados
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de clientes de varios pontos de contato de integracdo, a equipe de vendas economiza tempo

omitindo o trabalho duplicado.

e Uso do Produto: As empresas sdo capazes de coletar com sucesso os dados que os clientes
compartilham rapidamente, gamificando suas ofertas para seus clientes. Quanto mais os

clientes usam um produto ou servigo, mais inteligente fica o aprendizado de maquina.

e Analise de dados: Os dados precisam ser limpos, classificados e analisados para ajudar

uma empresa a melhorar a experiéncia do cliente.

Apesar de um ndmero maior de estudos sobre identificacdo e retencdo de clientes
indicados na revisao de literatura, as ferramentas de CRM selecionadas mostram um foco bem
distribuido de algoritmos de AM nas quatro dimensdes de CRM. Mostra uma preocupacao das
ferramentas de CRM para melhorar os processos em todas as dimensdes e destaca a lacuna de

pesquisa em relacdo a Atracdo e Desenvolvimento do Cliente.

Os avancgos na pesquisa académica podem influenciar positivamente os desenvolvimentos
de curto prazo nas ferramentas existentes, bem como aumentar o niimero de novas ferramentas.
Esta melhoria nos processos de CRM suporta diferentes negdcios no aprimoramento do relacio-
namento com seus clientes e potenciais clientes, influenciando o desempenho de varias empresas

em todo o mundo.
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6 CONCLUSOES

Sistemas que envolvem CRM e aprendizado de mdquina tém despertado um interesse
crescente na comunidade cientifica. Sendo assim, este trabalho objetivou investigar as lacunas de

pesquisa em aplicacdes de AM relacionadas a processos de CRM.

Considerando as defini¢cdes apresentadas, nesta dissertacao, para as dreas de inteligéncia
computacional e de aprendizado de mdquina, a Tabela 12 resume a taxonomia que foi estabelecida
para as técnicas consideradas neste trabalho. Apenas os algoritmos com mais de duas ocorréncias
identificadas nos trabalhos analisados, foram incluidas nesta tabela. A seguir, cada um dos 13

algoritmos de inteligéncia computacional e/ou aprendizado de mdquina sdo descritos.

e Légica fuzzy: uma forma de 16gica multivalorada em que valores de "verdade"de varidveis
podem ser qualquer ndmero entre real entre O e 1, em contraste com a 16gica booleana
em que os valores "verdade"de varidveis s6 podem ser O ou 1. A 16gica fuzzy lida com o
conceito de verdade parcial, em que o valor pode variar entre completamente verdadeira e
completamente falsa (MAITA, 2016).

e SVM: utiliza a teoria do aprendizado estatistico e a teoria da otimizacao para a classifica-
¢do bindria. Dessa forma, consiste em dado um conjunto de treinamento como entrada,
separar o conjunto em duas amostras, estas podendo ser denominadas genericamente como
amostras positivas e negativas, assim, gerando duas saidas de classificacao (VAPNIK,
2013; NIEUWENHOFF, 2017).

e SOM: ¢ uma rede neural nio supervisionada, frequentemente usada em tarefas de agrupa-
mento e visualizacdo de dados. O objetivo € encontrar um conjunto de valores de referéncia
e associar cada objeto do conjunto de dados ao vetor de referéncia mais préoximo. O al-
goritmo depende da inicializa¢do dos vetores de referéncia. O resultado consiste em um
conjunto de vetores de referéncia que definem implicitamente os grupos (OLIVEIRA et
al., 2012 apud KOHONEN, 1990).

e Naive Bayes: realiza a classificagdo com base nas probabilidades que chegaram, com
base no pressuposto de que todas as varidveis sdo condicionalmente independentes umas
das outras. Para estimar os parametros (médias e variancias das varidveis) necessarios
para a classificacao, o classificador requer apenas uma pequena quantidade de dados de
treinamento. Também € capaz de lidar com dados reais e discretos. Seu objetivo é encontrar
a melhor classe para um documento, maximizando a probabilidade a posteriori conforme
a uma equacao definida (ELSALAMONY, 2014; OLIVEIRA et al., 2012).

e KNN: esse algoritmo armazena os dados de treinamento e quando um novo objeto é

submetido para classificagcdo, o algoritmo procura os k registros mais proximos (medida
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de distancia) desse novo registro. O novo registro € classificado na classe mais comum
entre todos os k registros mais proximos (OLIVEIRA et al., 2012).

e Arvore de Decisdo (AD): funciona como um fluxograma em forma de drvore, em que cada
n6 (ndo folha) indica um teste feito sobre um valor. As ligacdes entre os nds representam
os valores possiveis do teste do n6 superior, e as folhas indicam a classe (categoria) a qual
o registro pertence (OLIVEIRA et al., 2012).

e Algoritmo Genético (AG): Proposto inicialmente por Holland (1975), é um tipo de
algoritmo meta-heuristico de busca e otimizacdo inspirado pelo principio de selecdo
natural de Charles Darwin. A ideia central da selecdo natural € que o mais forte sobrevive.
Através do processo de selecao natural, os organismos se adaptam para otimizar suas
chances de sobrevivéncia em determinado ambiente. Mutacdes aleatérias ocorrem na
descricdo genética de um organismo, que € entdo passado para seus filhos. Se uma mutagdo
se mostrar til, os filhos terdo maior probabilidade de sobreviver para se reproduzir. Se for
prejudicial, € menos provavel que esses filhos se reproduzam, de modo que a caracteristica
ruim ird morrer com elas. Assim, os algoritmos genéticos sdo naturalmente métodos

paralelos e diretos que visam avaliar e modificar conjuntos de solu¢des simultaneamente
(SKIENA, 1998; ZHOU, 2006; POPOV, 2005).

e Redes Neurais Artificiais (RNA): sdo modelos computacionais inspirados no sistema
nervoso humano. A arquitetura de uma rede neural artificial define como seus neurdnios
sdo organizados em relacdo um ao outro. Neuronios sdo unidades computacionais na rede
que pesaram os sinais de entrada e produzem um sinal de saida usando uma funcao de
ativacdo. As principais caracteristicas da arquitetura de uma rede neural, sdo: camada
de entrada, as camadas ocultas e a camada de saida. A camada de entrada manipula a
entrada de dados do ambiente externo. As camadas ocultas sdo compostas por varios
neurdnios responsaveis pela extra¢do de padrdes. Por fim, a camada de saida € responsavel
por fornecer a saida final, dependendo dos cdlculos feitos antes (NUNES; SILVA, 2018).

e Logistic Regression (LR): € uma técnica estatistica usada para explorar a relacdo entre
uma varidvel dependente e pelo menos uma varidvel independente. Um comparativo com
a regressao linear € que esta € usada quando a varidvel dependente é continua, enquanto
as técnicas de regressao logistica sdo usadas com varidveis dependentes categdricas. A
regressao logistica, como qualquer outra técnica de modelagem em estatistica, visa encon-
trar o modelo mais adequado e mais econdmico e, a0 mesmo tempo, mais sensato, para

avaliar a relac@o entre uma varidvel de resposta e pelo menos uma varidvel independente
(AL-GHAMDI, 2002; MUCHABAIWA, 2013).

e Principal Componentes Analysis (PCA): tem como propdsito a andlise dos dados usa-
dos, objetivando sua reducdo, eliminagdo de sobreposicoes e a escolha dos modos mais

representativos de dados através de combinacdes lineares das varidves originais. Esta
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técnica € uma forma de identificar relagc@o entre atributos retirados de dados. E muito util
quando os vetores de atributos possuem muitas dimensdes, uma vez que € impossivel uma
representacao grafica (SAPORETTI, 2016).

e AdaBoost: esse algoritmo depende de mudancas continuas na distribuicao de um conjunto
de treinamento de maneira iterativa. Em vez de dividir um conjunto de dados de treina-
mento, varios classificadores sdo construidos iterativamente a partir do conjunto de dados
inteiro. Em cada iterag@o, o novo classificador de base se concentra em treinar instancias
classificadas incorretamente na iteracao anterior. A previsao final do conjunto é feita por
votacdo ponderada, em que a previsdo de cada classificador é ponderada de acordo com
sua precisdo nos conjuntos de dados de treinamento (FREUND; SCHAPIRE; ABE, 1999;
FARRASH, 2016).

e XG-Boost: ¢ um algoritmo de drvore com aumento de gradiente baseado em algoritmos
de aumento de gradiente (Gradient Boosting). Em comparacdo com outras maquinas
impulsionadas por gradiente, ele usa uma formalizacdo de modelo mais regularizada para
controlar o ajuste excessivo, o que proporciona melhor desempenho. Sendo assim, O
XG-Boost € um algoritmo de aprendizado supervisionado que implementa um processo
chamado boosting para gerar modelos precisos. Boosting refere-se a técnica de aprendizado
conjunto de construir muitos modelos sequencialmente, com cada novo modelo tentando
corrigir as deficiéncias do modelo anterior. Na drvore aumentando cada novo modelo que
€ adicionado ao conjunto € uma arvore de decisdo (FRIEDMAN, 2001; MITCHELL;
FRANK, 2017).

e Random Forest (RF): o conjunto de dados ¢ dividio aleatoriamente em diversos sub-
conjuntos de tamanho menor. Cada um destes conjuntos € construido por um tipo de
amostrangem denominado de bootstrap, onde cada novo conjunto pode ter algumas amos-
tras incluidas mais de uma vez e outras nenhuma vez. A amostragem bootstrap garante
que 1/3 das amostras sdo utilizadas para testar as arvores depois de sua criagdo. A partir de
cada subconjunto reproduzido, uma arvore de decisao € construida. Uma floresta aleatéria
e uma colecao dessas arvores de decis@o. Depois que a floresta estd gerada, hd muitas
arvores de decisdo a serem testadas, sendo que todas contribuem para a classificagdo da
amostra, através de um voto sobre qual classe a amostra deve pertencer. A classe mais
votada € a atribuida a amostra (BREIMAN, 2001; HAN, 2005; SAPORETTI, 2016).
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Tabela 12 — Taxonomia de Algoritmos de Inteligéncia Computacional e de Aprendizado de Ma-
quina Usadas Neste Trabalho.

. Inteligéncia Aprendizado de maquina
Algoritmos . . . ~ .
computacional supervisionado nao-supervisionado
Logica Fuzzy X
SVM X
SOM X X
Naive Bayes X
KNN X
Arvore de Decisdo X
AG X
RNA X X
LR X
PCA X
AdaBoost X
XG-Boost X
Gradient Boosting X
RF X

Fonte: Elaborado pela Autora.

Algoritmos de AM em CRM sio uma tendéncia emergente na inddstria. Com isso,
tem atraido a aten¢do de profissionais e académicos. Este artigo identificou 84 artigos entre
2012 e 2018. Este estudo fornece uma revisao sobre pesquisas usando algoritmos de AM para
resolver e/ou automatizar tarefas para CRM. Além disso, fornece uma visao geral dos recentes
desenvolvimentos nas atuais ferramentas de CRM. Esta andlise fornece uma melhor compreensao

das implicacdes préticas ao usar o AM para melhorar a andlise e os processos no CRM.

Estudiosos em todo o mundo t€m discutido a aplicagdo de AM, suas técnicas e algoritmos
no campo de CRM. Além disso, as ferramentas de CRM estio constantemente desenvolvendo
novas maneiras de analisar os dados do cliente usando AM e IA. A andlise mostra que SVM,
RNA, Logistic Regression e Arvore de Decisdo sdo os algoritmos mais utilizados em AM para
lidar com problemas de CRM e melhorar processos. Além disso, identificacdo e retengao de
clientes sdo as dimensdes de CRM com o maior acervo na literatura, com 35 e 31 artigos,

respectivamente. No entanto, de 84 artigos, apenas cinco abordam a atracao do cliente.

Identificacdo e retenc¢do de clientes sdo as dimensdes de CRM mais discutidas na litera-
tura, é possivel perceber que essas duas dimensdes tem um nimero de estudos primarios superior
as outras duas. Em relacdo aos elementos de CRM, a segmentacdo de clientes € a drea com maior

numero de artigos que aplicam algum algoritmo de AM para melhorar seus processos.

A maioria dos estudos rotulados como identificacdo do cliente, estao relacionados a
Segmentacao do Cliente. Esses documentos poderiam fornecer informagdes para a organizagao,
identificar as preferéncias e necessidades do cliente e alguns algoritmos de AM, como RNA,

SVM, como mostrado na Tabela 5, poderiam ser usadas para atingir esse objetivo. No entanto,
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apenas trés artigos estdo relacionados a Andlise de afinidade, que € o elemento de Desenvolvi-
mento do Cliente e podem fornecer as organizagdes identificar conjuntos de eventos de itens que
ocorrem em sequeéncia, por exemplo, compras do produto A t€m maior probabilidade de comprar

o produto B, se o produto B colocado perto do produto A.

De acordo com as descobertas de pesquisas, acredita-se que mais pesquisas possam
ser conduzidas para as dimensdes Atracao do Cliente e Desenvolvimento do Cliente. A fim de
identificar grupos-alvo e manter um relacionamento de longo prazo com os clientes. Assim, as

organizacOes podem reter clientes valiosos.

Além da revisdo de literatura, o estudo fornece uma andlise das implica¢des praticas
(ver Tabelas 9, 10 e 11) e relaciona estas préticas as dimensdes do CRM. Esses resultados sao
importantes para entender como o AM é capaz de melhorar os processos e quais tarefas na
literatura atual do CRM tém sido direcionadas. Além disso, fornece insights para empresas que
usam o AM para desenvolver solugdes de CRM. Essa visdo geral pode ajudar pesquisadores
e profissionais a entender como o AM pode melhorar as atividades do CRM, bem como as

dimensdes do CRM menos focadas.

6.1 Limitacoes e Trabalhos Futuros

Este estudo fornece uma visao geral das aplicagdes atuais dos algoritmos de AM nos
processos de CRM. No entanto, a literatura apenas apontou apenas os beneficios dessas técnicas
para os processos de CRM. Portanto, a andlise das implicagdes praticas foi importante para
destacar esses beneficios. Uma andlise mais profunda poderia validar esses beneficios com
especialistas nas dreas de CRM e ICT e fornecer uma explicagdo melhor sobre como os algoritmos

de AM sao incorporadas aos sistemas de CRM.

O baixo numero de pesquisas em algumas técnicas e dimensdes do CRM dificulta uma

andlise mais profunda. No entanto, indica lacunas de pesquisa para pesquisas futuras.

A busca limitada de bancos de dados por artigos para quatro bancos de dados on-line
também ¢ uma limita¢do. Pode haver outros periédicos académicos ou conferéncias que possam

oferecer uma visdo mais abrangente da aplicacio do AM no CRM.

Os desenvolvimentos recentes na pesquisa € na indudstria também apontam para um
novo campo chamado “Social CRM”, que visa integrar dados de midia social aos processos de
CRM (ALT; REINHOLD, 2012). Essa integracao pode se beneficiar dos avangos no campo do

aprendizado de mdquina, bem como oferecer novos topicos para o futuro.
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A EXTRACAO DOS DADOS DOS ESTUDOS PRIMA-
RIOS SELECIONADOS

A seguir sdo apresentados os dados dos 64 estudos primdrios selecionados na etapa de

extracdo desta RSL.
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B LISTA DE ESTUDOS RETORNADOS NA ETAPA DE
SELECAO

ID Titulo Ano Referéncias

El  Neural Network and Classification Approach in Iden- 2015 (OGWUELEKA et al.,
tifying Customer Behavior in the Banking Sector: A 2015)
Case Study of an International Bank

E2  Performance evaluation of different customer segmen- 2016 (SARVARI; USTUN-
tation approaches based on RFM and demographics DAG; TAKCI, 2016)
analysis

E3 A hybrid customer prediction system based on multiple 2012 (SOROUSH; BAH-
Jforward stepwise logistic regression mode REININEJAD; BERG,

2012)

E4  Support vector clustering for customer segmentation 2015 (ALBUQUERQUE;

on mobile tv service ALFINITO; TORRES,
2015)

ES  Supervised massive data analysis for telecommunica- 2016 (LI et al., 2016)
tion customer churn prediction

E6 Handling class imbalance in customer behavior pre- 2014 (LIU et al., 2014)
diction

E7 A hierarchical approach for sentiment analysis and 2017 (SEYFIOGLU; DEMI-
categorization of Turkish written customer relationship REZEN, 2017)
management data

E8 A customer churn prediction model in telecom industry 2014 (LU et al., 2014)
using boosting

E9  Analysis of customer churn prediction in telecom in- 2016 (DALVIet al., 2016)
dustry using decision trees and logistic regression

E10 Resolving class imbalance and feature selection in cus- 2017 (HANIF; AZHAR,
tomer churn dataset 2017)

Ell1 Customer churn prediction in an internet service provi- 2017 (DO et al., 2017)
der

E12 Echo state network with SVM-readout for customer 2015 (RODAN; FARIS,
churn prediction 2015)

E13 Classifying and understanding prospective customers 2017 (TANAKA et al.,
via heterogeneity of supermarket Stores 2017)

El4 Targeting high value customers while under resource 2015 (CUI; WONG; WAN,

constraint: partial order constrained optimization with
genetic algorithm

Continua

2015)
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ID Titulo Ano Referéncias
E15 ERP Neural Network Inventory Control 2017 (FARHAT; OWAY-
JAN, 2017)
E16 Ontology-based reasoning for the intelligent handling 2015 (LEE; WANG; TRAP-
of customer complaints PEY, 2015)
E17 A decision-making framework for precision marketing 2015 (YOU et al., 2015)
E18 Revenue prediction by mining frequent itemsets with 2017 (WENG, 2017)
customer analysis
E19 Customer churn prediction in the telecommunication 2017 (AMIN et al., 2017)
sector using a rough set approach
E20 Segmenting customers in online stores based on factors 2012 (HONG; KIM, 2012)
that affect the customer’s intention to purchase
E21 The added value of social media data in B2B customer 2017 (MEIRE; BALLINGS;
acquisition systems: A real-life experiment POEL, 2017)
E22 The BIG CHASE: A decision support system for client 2017 (QUIJANO-
acquisition applied to financial networks SANCHEZ; LI-
BERATORE, 2017)
E23  Using the Taguchi method for effective market segmen- 2012 (HONG, 2012)
tation
E24  Stripping customers’ feedback on hotels through data 2017 (MORO; RITA; COE-
mining: The case of Las Vegas Strip LHO, 2017)
E25 Integrating expert knowledge and multilingual web 2016 (D’HAEN et al., 2016)
crawling data in a lead qualification system
E26 Managing B2B customer churn, retention and profita- 2014 (JAHROMI;
bility STAKHOVYCH;
EWING, 2014)
E27 An efficient CRM-data mining framework for the pre- 2015 (BAHARI; ELAYI-
diction of customer behaviour DOM, 2015)
E28 A comparison of machine learning techniques for cus- 2015 (VAFEIADIS et al.,
tomer churn prediction 2015)
E29 Early churn prediction with personalized targeting in - 2017 (MILOSEVIC; ZIVIC;
mobile social games ANDIJ ELKOVIC,
2017)
E30 A multi-kernel support tensor machine for classifica- 2016 (CHEN; FAN; SUN,

tion with multitype multiway data and an application
to cross-selling recommendations

Continua

2016)
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ID Titulo Ano Referéncias

E31 Churn prediction using comprehensible support vector 2014 (FARQUAD; RAVI;
machine: An analytical CRM application RAIJU, 2014)

E32 An Artificial Neural Network-based technique for on- 2014 (CORAZZA; FA-
line hotel booking SANO; MASON,

2014)
E33 Predictive segmentation of energy consumers 2016 (ALBERT; MAA-
SOUMY, 2016)

E34 The added value of auxiliary data in sentiment analysis 2016 (MEIRE; BALLINGS;
of Facebook posts POEL, 2016)

E35 GMDH-based semi-supervised feature selection for 2017 (XIAO et al., 2017)
customer classification

E36 Distributed customer behavior prediction using multi- 2012 (CHEN; FAN, 2012)
plex data: a collaborative MK-SVM approach

E37 Detecting the migration of mobile service customers 2015 (BOSE; CHEN, 2015)
using fuzzy clustering

E38 The classification of internet shop customers based on 2017 (MALECKI; WA-
the cluster analysis and graph cellular automata TROBSKI, 2017)

E39 Capturing the essence of word-of-mouth for social com- 2013 (ZHENG; ZHU; LIN,
merce: Assessing the quality of online e-commerce re- 2013)
views by a semi-supervised approach

E40 Decision tree models for profiling ski resorts’ promo- 2013 (DUCHESSI; LAU-
tional and advertising strategies and the impact on RIA, 2013)
sales

E41 Product sales forecasting using online reviews and his- 2017 (FAN; CHE; CHEN,
torical sales data: A method combining the Bass model 2017)
and sentiment analysis

E42  On the brink: Predicting business failure with mobile 2015 (WANG et al., 2015)
location-based checkins

E43  Predicting determinants of hotel success and deve- 2018 (YADEGARIDEHKORDI
lopment using Structural Equation Modelling (SEM )- et al., 2018)
ANFIS method

E44  Churn prediction in telecom using Random Forest and 2012 (IDRIS; RIZWAN;
PSO based data balancing in combination with various KHAN, 2012)
feature selection strategies

E45 Predicting online channel acceptance with social 2014 (VERBRAKEN et al.,

network data

Continua

2014)
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ID Titulo Ano Referéncias

E46 Late payment prediction models for fair allocation of 2014 (KIM; KANG, 2016)
customer contact lists to call center agents

E47 Improved churn prediction in telecommunication indus- 2014 (KERAMATI et al.,
try using data mining techniques 2014)

E48 Dynamic customer lifetime value prediction using lon- 2013 (CHEN; FAN, 2013)
gitudinal data: An improved multiple kernel SVR ap-
proach

E49 An effective hybrid learning system for telecommunica- 2013 (HUANG; KECHADI,
tion churn prediction 2013)

ES50 [Improved churn prediction in telecommunication indus- 2014 (KIM; JUN; LEE,
try by analyzing a large network 2014)

E51  Dynamic churn prediction framework with more effec- 2014 (ALI, ARITURK,
tive use of rare event data: The case of private banking 2014)

E52 A hybrid fuzzy-based personalized recommender sys- 2013 (ZHANG et al., 2013)
tem for telecom products/services

ES3  Preprocessing unbalanced data using support vector 2012 (FARQUAD; BOSE,
machine 2012)

E54 A new model for assessment fast food customer beha- 2013 (MOMTAZ; ALI-
vior case study: An Iranian fast-food restaurant ZADEH; VAGHEFI,

2013)

ES5 Improving inventory performance with clustering based 2012 (BALA, 2012)
demand forecasts

ES56 Comparison of supervised machine learning techniques 2017 (KHODABANDEHLOU;
for customer churn prediction based on analysis of RAHMAN, 2017)
customer behavior

ES7 Gaining customer knowledge in low cost airlines th- 2014 (LIAU; TAN, 2014)
rough text mining

ES58 Dimensionality and data reduction in telecom churn 2014 (LIN; TSAI; KE,
prediction 2014)

ES9 Durable product review mining for customer segmenta- 2015 (JIANG et al., 2015)
tion

E60 A new recommendation system on the basis of consu- 2018 (YIN et al., 2018)

mer initiative decision based on associative classifica-
tion approach

Continua
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ID Titulo Ano Referéncias

E61 Offering a hybrid approach of data mining to predict 2016 (FATHIAN; HOSEIN-
the customer churn based on bagging and boosting POOR; MINAEI-
methods BIDGOLI, 2016)

E62 Improving customer retention management through 2014 (COUSSEMENT,
cost-sensitive learning 2014)

E63 Insight from the horsemeat scandal: Exploring the con- 2016 (TSE etal., 2016)
sumers’ opinion of tweets toward Tesco

E64 Using customer-related data to enhance e-grocery 2017 (PAN etal., 2017)
home delivery

E65 Identifying high-value airlines customers for strate- 2018 (CHIANG, 2018b)
gies of online marketing systems: An empirical case in
Taiwan

E66 Customer segmentation for East African Microgrid 2018 (OTIENO;  WILLI-
Consumers AMS; MCSHARRY,

2018)

E67 Prediction of Churning Behavior of Customers in Tele- 2018 (ALI et al., 2018)
com Sector Using Supervised Learning Techniques

E68 Predicting Inactiveness in Telecom (Prepaid) Sector: A 2018 (VYAS et al., 2018)
Complex Bigdata Application

E69 User Satisfaction Management in E-Government: One 2018 (LIU, 2018)
K-means Algorithm-based Analysis

E70 A Systematic Approach to Customer Segmentation and 2018 (BHADE et al., 2018)
Buyer Targeting for Profit Maximization

E71 Customer support ticket escalation prediction using 2018 (MONTGOMERY et
feature engineering al., 2018)

E72 Capturing user sentiments for online Indian movie re- 2018 (TRIVEDI; DEY; KU-
views: A comparative analysis of different machine- MAR, 2018)
learning models

E73 Solving customer insurance coverage sales plan pro- 2018 (ABDI; KHALILI-
blem using a multi-stage data mining approach DAMGHANI; ABOL-

MAKAREM, 2018)

E74 Applying data mining for online CRM marketing stra- 2018 (CHIANG, 2018a)
tegy: An empirical case of coffee shop industry in
Taiwan

E75 A two-phase multiobjective optimization for benchmar- 2018 (AYO, 2018)

king and evaluating service quality in banks

Continua
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ID Titulo Ano Referéncias

E76 Forecasting the next likely purchase events of insurance 2018 (MAU; PLETIKOSA;
customers: A case study on the value of data-rich mul- WAGNER, 2018)
tichannel environments

E77 An evidential reasoning-based decision support system 2018 (YANG et al., 2018)
for handling customer complaints in mobile telecom-
munications

E78 A new hybrid classification algorithm for customer 2018 (CAIGNY; COUSSE-
churn prediction based on logistic regression and deci- MENT; BOCK, 2018)
sion trees

E79 Impact of product attributes on customer satisfaction: 2018 (WANG; LU; TAN,
An analysis of online reviews for washing machines 2018)

E80 Hybrid soft computing approach based on clustering, 2018 (KHALILI-
rule mining, and decision tree analysis for customer DAMGHANI; ABDI;
segmentation problem: Real case of customer-centric ABOLMAKAREM,
industries 2018)

E81 Customers Segmentation in the Insurance Company 2018 (QADADEH; AB-
(TIC) Dataset DALLAH, 2018)

E82 Probabilistic baseline estimation based on load pat- 2018 (WENG; YU; RAJA-
terns for better residential customer rewards GOPAL, 2018)

E83 Retail business analytics: Customer visit segmentation 2018 (GRIVA et al., 2018)
using market basket data

E84 Analyzing high speed rail passengers’ train choices 2018 (SUN et al., 2018)

based on new online booking data in China

Fonte: Elaborado pelo Autora.



87

~

C DETALHES DA AVALIACAO DE QUALIDADE

Total
4.0
4.0
4.0
3.5
3.5
4.0
4.0
4.0

3.0
3.5
3.5
4.0

4.0
3.5

3.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0

3.0
3.5
4.0
3.5
4.0
4.0
4.0
4.0
3.5
4.0
4.0
4.0

P4

P3

P2

P1

Ref.

El

E2

E3

E4

ES

E6

E7

E8

E9

EI10
Ell

El12
E13
E14
E15
El6
E17
E18
E19
E20
E21
E22
E23
E24
E25
E26
E27
E28
E29
E30
E31
E32
E33
E34
E35
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Apéndice C. Detalhes da Avaliagdo de Qualidade

Total
4.0
4.0
3.0
4.0
3.5
4.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0
3.5
4.0
4.0
3.5
4.0
3.5
4.0
4.0

4.0

0.0

3.0
4.0
4.0
4.0
4.0
4.0
4.0
4.0

P4

P3

P2

P1

Ref.

E36
E37
E38
E39
E40
E41
E42
E43
E44
E45
E46
E47
E48
E49
E50
E51
E52
E53
E54
ES5
E56
E57
E58
E59
E60
E61
E62
E63
E64
E65
E66
E67
E68
E69
E70
E71
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Ref. P1 P2 P3 P4 Total
E72 S S S S 4.0
E73 S S S S 4.0
E74 S S P S 3.0
E75 S S P S 3.5
E76 S S S S 4.0
E77 S S S S 4.0
E78 S S S S 4.0
E79 S S S S 4.0
E&0 S S S S 4.0
E81 S S P S 3.5
E&2 S S S S 4.0
E&3 S S S S 4.0
E84 S S P S 3.5

Fonte: Elaborado pela Autora.
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Abstract—Customer Relationship Management (CRM) has
been an important ally to companies willing to improve their
customer experiences. Lately, Machine Learning (ML) and its
techniques have been transforming the way companies interact
with their customers through data analysis. This paper reviews
the literature on the application of ML techniques to improve
CRM processes and provides an overview of used techniques
and their application to each CRM dimension and element. In
addition, the practical implications are analyzed based on recent
developments of CRM tools in the field of ML. The paper deliv-
ers insights for future studies as well as for CRM tools willing to
improve their analytical and automated services and features.

CRM, Machine Learning, Information Systems.

L

Companies are constantly seeking to differentiate their
brands, products and services. Creating a superior customer
experience along the entire value chain in a cost-efficient way
is one of the main challenges for businesses nowadays [1] [2].

INTRODUCTION

When designing data-driven strategies to create a unique
customer experience, companies rely on the concepts of the
well-established field of Customer Relationship Management
(CRM). CRM "utilizes technology as an enabler to capture,
analyze and disseminate current and prospective customer
data to identify customer needs more precisely and to develop
insightful relationships™ [3]. This implies the integration of
strategic goals with business processes and Information and
Communication Technology (ICT) [4]. CRM has its basis on
the need for extensive knowledge about customers and the
ability to enrich and use it in operative and analytical pro-
cesses.

Concepts, such as Artificial Intelligence (Al), Computa-
tional Intelligence (CI), Machine Learning (ML) and Data
Mining (DM) brought to the market algorithms and techniques
to process and use data. Al is a multidisciplinary science that
seeks to develop and apply computational techniques that sim-
ulate human behavior [5]. CI, however, aims at using learning,
adaptive or evolutionary computing to create software that is,
in some sense, intelligent [6]. CI considers the implementation
and development of neural networks, evolutionary algorithms,
fuzzy-logic-based systems and hybrid intelligent systems [7],
[8]. Both complementary fields use the methodology of ML
to classify and make predictions based on a certain database.

For this study, we consider ML as a methodology that
gives computers the ability to learn without explicit program-
ming. It relies on the premise that machines should learn with
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the data samples. Basically, ML consists of three main types
of learning: supervised, unsupervised and semi-supervised
(9], [10], [11], [12], [13].

Studies announce ML as a key issue for future businesses
[14] [15]. However, while some studies investigated the role
of DM in CRM, the literature lacks information about the
state-of-art research about the application fields and benefits
of ML for CRM.

This paper analyzes the current literature to identify tech-
niques and applications of ML applied to CRM processes and
discusses the practical implications of these applications to
CRM tools. It aims at identifying research gaps and improving
existing tools based on the current landscape.

This paper seeks to answer the following research ques-
tions:

a) What are the ML techniques applied to CRM?

b) How do ML techniques improve CRM processes
(Practical Implications)?

For that, we analyzed the literature systematically to ex-
tract current techniques and applications, as well as an over-
view of these applications in CRM tools. At first, the article
introduces the research methodology and presents an over-
view about the findings from literature. Subsequently, existing
CRM tools are reviewed regarding the application fields of the
identified techniques in order to discuss the practical implica-
tions and contributions of ML to the field of CRM.

II.

A systematic literature review is a formal process adopted
to identify, evaluate, and synthesize evidences of empirical
results to answer a research question. Performing a system-
atic review involves several discrete activities, which can be
grouped into three main phases: planning, conducting the re-
view, and the reporting the review [16].

SYSTEMATIC LITERATURE REVIEW

Besides answering research questions, a protocol is de-
fined. This protocol consists of a research agenda that de-
scribes the process while planning the systematic review. It is
a documentation of the review process and must have all the
information needed to perform it in a systematic way [16],
[17]. The research agenda includes all steps to reach to the
desirable results. Figure 1 depicts this agenda, introducing the
search steps, the selection and analysis of the literature. It also
synthetizes the number of accepted articles.

978-1-5386-7325-6/18/$31.00 ©2018 IEEE
DOI 10.1109/W1.2018.00-53
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Fig. 1. Research Agenda.

A. Conceptualization of the Study

This study provides an overview of current ML techniques
and their application to the field of CRM. Hence, the main ar-
eas of research goes around the concepts of ML and CRM.

It is common to find the term ML together with CI and Al,
since its techniques are often related to the integration of two
or more DM algorithms [12]. Therefore, a clear definition for
these terms is essential to the process of literature review.
Table I introduces the terms and serves as a guide to the
research process and selection of relevant research articles.

TABLE L Definitions of Terms Related to the Research

Refer-
ences

(4]

Item Definition

CRM | CRM is a strategic approach that aims at creating
improved shareholder value. CRM unites the poten-
tial of relationship marketing strategies and ICT to
create profitable, long-term relationships with cus-
tomers.

Al is a multidisciplinary science, in which compu-
tational methods are developed to simulate human
behavior in specific activities.

CI, as a branch of the study of Al, aims to use learn-
ing and optimization methods to develop intelligent
systems.

ML is a methodology that gives computers the abil-
ity to learn without explicit programming. ML is in-
cluded in the fields of AI or CI, depending on the
used algorithms or techniques. It relies on the prem-
ise that machines should learn with the provided
data, as of their experiences. ML uses different tech-
niques from the field of DM, including some extra
learning algorithms.

DM focuses on the extraction of knowledge and in-
sights through the analysis of large amounts of data,
using sophisticated modeling techniques. It con-
verts data into knowledge and actionable infor-
mation. A DM procedure has many stages. It typi-
cally involves extensive data management before
the application of a statistical or ML algorithm and
the development of an appropriate model.

Al

CI

ML

DM [18]

Research concerning the topics of ML and CRM can be
scattered in various journals across different disciplines, such
as Information Technology, Information Systems, Marketing,
Business Administration, etc. Therefore, this research pre-
sents results from different databases in order to integrate the
most relevant research on the topic. The research took place
using the following databases:

Ebsco Database
IEEE Xplore
Science Direct
Emerald

These four databases provided a comprehensive bibliog-
raphy of academic literature across the relevant disciplines in
the topics of ML and CRM.
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Since ML is commonly used within the topic of Al or CI,
a broad search was performed to identify possible missing ap-
plications. The addition of the term ‘Artificial Intelligence’
was important to certify that the use of different terminologies
would not interfere negatively in the results.

Based on the definitions in Table I, the following search
phrases were applied in the aforementioned databases:

A. Machine Learning + Customer Relationship
Management + Algorithm
Machine Learning + Customer Relationship
Management + Technique
Artificial Intelligence + Customer Relationship
Management + Algorithm
Artificial Intelligence + Customer Relationship

Management + Technique

B
C.
D

The terms ‘algorithm’ and ‘techniques’ were used in order
to filter papers that contain the application of an algorithm or
technique from ML to solve an organizational issue regarding
CRM.

B. Classification and Filtering

The first search resulted in 1182 hits. These hits were fil-
tered according to the application of the algorithms or tech-
niques to the field of CRM. For this purpose, we considered
the four dimensions and their elements in CRM introduced in
Table II. The strategic goals of CRM are executed through
CRM processes for marketing, sales and service purposes
[19]. The process of building up a customer relationship can
be structured in the four dimensions of customer identifica-
tion, customer attraction, customer retention and customer de-
velopment. They are based on an accurate and deep under-
standing of the customer [20].

TABLE II. The Four Dimensions of CRM.

Dimensions Elements

Customer Identification Target Customer Analysis
Customer Segmentation
Direct Marketing

Loyalty Program
One-to-One Marketing
Complaint Management
Customer Lifetime Cycle
Up/Cross Selling

Market Basket Analysis

Customer Attraction
Customer Retention

Customer Development

Customer Identification: consists on the first step of the
CRM framework. It seeks to target possible customers by
identifying most profitable ones and involves their classifica-
tion or segmentation [21].

Customer Attraction: allocates resources to attract the
identified target groups. Customer attraction involves the use
of an appropriate method of communication and the elimina-
tion of any sort of wasted effort [22], [23].

Customer Retention: intends to realize the customer ex-
pectations satisfaction with customer perceptions of satisfac-
tion is the basic condition for maintaining the customer. Ele-
ments of this dimension include one-to-one marketing, loyalty
and bonus programs, and complaints management [23], [24].

Customer Development: focuses on increasing transac-
tion intensity, transaction value, and individual customer prof-
itability. The main elements of this dimension are customer
lifetime, value analysis and up/cross selling [25], [23].



Additionally, we considered the three phases of ML (train-
ing, validation and testing) to filter the results and select pa-
pers that describe an application of ML to CRM. When apply-
ing these techniques, researchers and practitioners perform the
following four steps:

e Identify the features from training data;

Identify subset of attributes necessary for classi-
fication (e.g.: dimensional reduction);

Learn model using training data;

Use trained model to classify unknown data and
predict the result accurately [26].

Using these steps to select the appropriate application of
ML techniques, we filtered research papers considered rele-
vant to the analysis. Besides using the aforementioned defini-
tions to identify and filter papers of interest, we applied further
filters as follows:

e Time of publication restricted to articles published
within the last 6 years, following the example of
other literature reviews in the field of AI and ML
[27], [28].

Exclusion of repeated articles.

Exclusion of conference papers, master and doc-
toral thesis, textbooks, websites and unfinished
working papers.

C. Discussions of Results

Considering the filters applied, we reached to a final num-
ber of unique and relevant ‘hits’.

TABLE III. Total Number of Relevant and Unique Articles.

Database Search Search | Search Search  Unique
Phrase Phrase | Phrase Phrase  relevant
A B C D hits

Ebsco 5(0) 4(1) 3(2) 6 (1) 4

IEEE 12 (1) 7 (0) 17 (4) 10 (3) 8

S. Direct 287 (18) | 293 (8) | 202 (14) | 233(1) | 41

Emerald 25 (8) 24 (2) 22 (1) 32(1) 12

TOTAL 65

Table III presents the number of papers for each database
and search phrases. The number in brackets (hits) represents
the selected articles after manual evaluation and application of
filters. The numbers dropped significantly after the analysis
and application of defined filters, especially when considering
the application of ML techniques to CRM dimensions. The
process resulted in 65 net articles.

From this selection, a classification by ML techniques was
carried out in relation to the CRM elements. Table IV intro-
duces the techniques and the corresponding papers.

TABLE IV. Classification of the ML Techniques in CRM Elements.
CRM Techniques References
Elements
Target Cus- Neural Network; Multiple Logistic [29], [30], [31],

tomer Analy-
sis

Regression; Weighted Random For-
est; RUSBoost; Genetic Algorithm;
Decision Tree; SVM (Support Vec-
tor Machine).

[32], [33], [34],
[35], [36], [37].

Customer Self-organizing Maps; Support [38], [39], [40],

Segmentation | Vector Clustering; XG-Boost; Lo- [41]. [42], [43],
gistic Regression; Naive Bayes; [44], [45], [46],
Neural Network; C-MK-SVM (Col- | [47], [48], [49],
laborative Multiple Kernel Support [50], [51], [52],
Vector Machine); Random Forest; [53], [54].

SVM; PCA (Principal Component
Analysis).
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Direct Mar- Logistic Regression; Projected Gra- | [55], [56], [57],
keting dient Descendent Algorithm; [58], [59].
Fuzzy.
Loyalty Pro- | Random Forest; Decision Tree; Lo- | [60], [61], [62],
gram gistic Regression; Fuzzy. [63].
One-to-one SVM; Exhaustive Algorithm, Ge- [64], [65], [66],
Marketing netic Algorithm, Covering Algo- [67], [68], [69],
rithm; Decision Tree, Logistic Re- [70], [71], [72].
gression; Gradient Boosting; Naive
Bayes; Random Forest; PCA; Neu-
ral Network.
Complaint Logistic Regression; Random For- [73], [74], [751,
Management | est, Gradient Boosting; XG-Boost, [76], [77], [78],
AdaBoost, Neural Networks, Extra [79], [80], [81],
Trees; Case-based Reasoning; [82].
SVM; Naive Bayes; Decision Tree;
NBTree (Naive Bayes Tree); Co-
EM Ensemble; Co-EM SVM; Co-
training; Co-EM Baysian.
Customer Random Forest; SVM; Naive [83], [57], [84],
Lifetime Cy- Bayes; MK-SVR. [85], [47].
cle
Up/Cross MK-STM (Multi-kernel Support [861, [87], [88],
Selling Tensor Machine); Neural Network; [89].
Fuzzy Algorithm.
Market Bas- | Neural Network; Logit Model; K- [90], [91].
ket Analysis Nearest Neighbor.

Customer Identification and Retention are the most dis-
cussed CRM dimensions in the literature, as the number of ar-
ticles describing the application of techniques and algorithms
in these areas is higher than the other two dimensions. Regard-
ing the CRM elements, Customer Segmentation has the high-
est number of papers using ML techniques to improve the
clustering process. Table V classifies the results according to
the dimensions and elements.

TABLE V. Number of Articles according to CRM Dimensions and Ele-

ments.
Dimensions Elements Articles Articles
Customer Target Customer Analysis 2 9
Identification Customer Segmentation 17
Customer At- Direct Marketing 5 5
traction
Customer Re- Loyalty Program 4
tention One-to-One Marketing 22 8
Complaint Management 10
Customer De- Customer Lifetime Cycle 5
velo t Up/Cross Selling 11 4
Market Basket Analysis 2

The selected articles considered the use of ML techniques
and their phases to solve CRM problems. For that, many of
these works applied well-known techniques, such as Naive
Bayes, SVM, Atrtificial Neural Networks, K-Means, Logistic
Regression and others. However, some papers presented new
algorithms and compared them with the existing ones. The
next table shows the techniques and the number of articles us-
ing these approaches. The high number of 25 other techniques
consists mostly of combinations of different algorithms to
solve particular problems.

TABLE VI. Most Used ML Algorithms in Accepted Papers.

Techniques Number of Papers
SVM 13

Neural Network 12

Logistic Regression 12

Decision Tree 10

K-Means 9

Random Forest 8




K-Nearest Neighbor
Naive Bayes
Self-Organizing Maps
PCA

AdaBoost

Genetic Algorithm
XG-Boost

Gradient Boosting
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This study considered articles produced in the last six
years. The number of research regarding ML application in
CRM has been increasing in the past years, mirroring the
increase of discussions in the industry and academia. Fig. 2
presents this analysis and shows the peak in 2017, with 18
selected papers. The low number in 2018 reflects the research
period, occurred between March and April 2018.

Number of Publications by Year

2015 2016 2017

2012 2

20 2013 2014

Fig. 2. Number of Articles by Year of Publication.

III. PRACTICAL IMPLICATIONS

The analysis revealed an increasing use of ML in re-
search. However, most of the papers either present individual
solutions for specific problems or consist of academic exam-
ples not easily applicable by other businesses in general.

Nevertheless, we selected the examples of papers that ex-
plicitly stated the practical implications of their research. Ta-
ble VII presents the practical implications related to the fo-
cused CRM dimensions.

/53] | Result can support new product design and devel- Customer
opment, product repositioning, marketing strategy Identification
and product differentiation.

[63] | Insights to mobile services providers about how to Customer
detect temporal changes in customer behavior. Identification

/29] | Change in Customer behavior patterns to improve Customer
customer efficiency, satisfaction and speedy sales. Retention

[52] | Improving accuracy for churn prediction in the tel-  Customer
ecom industry. Retention

[72] | The research emphasizes the importance of cost- Customer
sensitive learning to improve customer retention Retention
management in the retail context.

[76] | Complete customer complaint ontology can be ap- ~ Customer
plied to customer-oriented service industries such Retention
as hospitality, catering, retail, and tourism.

[77] | Direction of efforts to answer online reviews in Customer
alignment with strategies (hotel industry), by pro- Retention
filing the reviews according to member and date.

The vast majority of papers seeks to combine or improve
ML methods and techniques to reach better results compared
to previous models, focusing on the contribution of their new
developed models. Regardless the short number of 15 papers
that clearly stated the practical implications of their research,
the smaller sample confirms the results from Table V, with a
higher number of papers concerning Customer Identification
and Retention.

Despite the practical relevance from Table VII, the num-
ber of analyzed articles decreased significantly. For this rea-
son, we investigated current CRM systems and their imple-
mentation of ML algorithms. GetCRM analyzes CRM tools
and works as a marketplace for these tools with over 50 thou-
sand business users. Their recent study provides insights on
the use of Al and ML techniques to improve CRM processes
and indicates eight tools that implemented ML [92].

Table VIII shows the tools and the CRM processes im-
proved by the application of ML techniques. The table also
indicates the CRM dimensions according to the applications.

TABLE VIIL The Contribution of ML to CRM Dimensions and Tools

TABLE VIL. Practical Implications from the Literature and Corre-

sponding CRM Dimensions.

Ref.  Practical Implications Dimension
[42] | Online stores can develop promotional marketing Customer
and offer personalized service for e-customers. Attraction
[59] | Knowledge gain of customer sentiments and im- Customer
provements on customer service to attract more Attraction
customers and generate more profits.
[83] | Precise supply strategies for different customer cat-  Customer
egories to target high potential customers. Development
/90] | Simulation of a system that predicts good demand Customer
for an enterprise’s inventory according to sales. Development
/30] | Technique considerably reduces computational Customer
costs, providing more accurate prediction. Identification
[35] | Customer behavior analysis to understand needs Customer
and establish strong relationships (fast food sector).  Identification
[38] | Marketing and services processes are more effec- Customer
tive, by improving performance of segmentation. Identification
[50] | A model to forecast demand of various items to Customer
improve inventory performance. Identification

CRM Use of ML Techniques Addressed CRM
Tools Dimensions
Marketo - Shortens the time for lead quali- | Customer Identifi-
fication. cation
Base - Analyzes data and offers live in- | Customer Attrac-
side feed, recommendations to in- | tion and Develop-
crease sales, goal tracking and ment
forecasting.
Sugar - Updates customer information Customer Identifi-
CRM automatically based on external cation and Devel-
data points. opment
- Recommends specific interac-
tions with customers.
Zoho - Detects anomalies in sales oper- | Customer Attrac-
ations to predict whether teams tion
will reach their goals.
- Predicts optimal time for sales-
people to reach out to prospects.
Zendesk - Predicts satisfaction by analyz- Customer Reten-
ing the likelihood of particular tion
tickets being reviewed as good or
bad.
Gorgias.io | - Helpdesk to integrate the com- Customer Reten-
munication with customers across | tion
different channels.
- Build workflows that prioritize
customers to specific issues.
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Dynamics - Provide translation, sentiment Customer Attrac-
365 analysis and keyword identifica- tion and Retention
tion benefiting sales outreach and
social customer service
Salesforce - Learns from data to predict out- | Customer Identifi-

comes, prescribe solutions and cation
automate tasks.

- Integrates data to generate pre-
dictive lead scoring.

- Create marketing campaigns.

As seen, ML provided means for improving processes and
analysis in CRM. ML has been supporting these tools in im-
proving process automation, predictions, sales recommenda-
tions and facilitating the communication between companies
and clients.

In spite of a higher number of studies concerning Cus-
tomer Identification and Retention indicated in the literature
review, the selected CRM tools show a well-distributed focus
of ML techniques across the four CRM dimensions. It shows
a concern of CRM tools to improve processes in all dimen-
sions and highlights the research gap regarding Customer At-
traction and Development.

The advances in academic research can positively influ-
ence short-term developments in existing tools, as well as in-
crease the number of new tools. This improvement in CRM
processes supports different businesses in refining the rela-
tionship with their customers and prospects, influencing the
performances of several companies across the globe.

Iv.

This study provides a review on research using ML tech-
niques to solve and/or automate tasks for CRM. Moreover, it
provides an overview of the recent developments in current
CRM tools. This analysis delivers a better understanding of
the practical implications when using ML to improve analysis
and processes in CRM.

CONCLUSION

Scholars across the globe have been discussing the appli-
cation of ML, its techniques and algorithms in the field of
CRM. Additionally, CRM tools are constantly developing
new ways of analyzing customer data using ML and Al The
analysis shows that SVM, Neural Network, Logistic Regres-
sion and Decision Tree are the most used techniques in ML to
tackle CRM issues and improve processes. Additionally, Cus-
tomer Identification and Retention are the CRM dimensions
with the highest concert in the literature.

Besides the literature review, the study provides an analy-
sis of the practical implications and relates these practices to
the CRM dimensions. These results are important to under-
stand how ML is able to improve the processes and which
tasks in CRM current literature has been targeting. Addition-
ally, it provides insights for companies using ML to develop
CRM solutions. This overview can support researchers and
practitioners to understand how ML can practically improve
CRM activities, as well as the less-focused CRM dimensions.

V. LIMITATONS AND FURTHER RESEARCH

This study provides an overview of the current applica-
tions of ML techniques in CRM processes. However, the lit-
erature only pointed out scarcely the benefits of these tech-
niques to CRM processes. Therefore, the analysis of practical
implications was important to point out these benefits. A
deeper analysis could validate these benefits with experts in
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the fields of CRM and ICT and provide better explanation on
how ML techniques are incorporated to CRM systems.

The low number of research in some techniques and CRM
dimensions hinders a deeper analysis. However, it indicates
research gaps for future research.

Recent developments in research and industry also points
out to a new field named “Social CRM”, which aims at inte-
grating social media data to CRM processes [93]. This inte-
gration can benefit from the advances in the field of machine
learning, as well as provide new topics for future.
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